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ZUSAMMENFASSUNG
Empfehlungssysteme, die mit Hilfe latenter Faktormodel-
le Empfehlungen generieren, arbeiten äußerst genau und
sind entsprechend weit verbreitet. Da die Berechnung der
Empfehlungen jedoch auf der statistischen Auswertung von
Benutzerbewertungen basiert, gestaltet es sich schwierig,
die Empfehlungen dem Nutzer gegenüber zu erklären. Da-
her werden die Systeme häufig als intransparent wahrge-
nommen und können oft ihr volles Potential nicht entfalten.
Erste Ansätze zeigen allerdings, dass die latenten Faktoren
solcher Modelle semantische Eigenschaften der Produkte
widerspiegeln. Dabei ist bislang unklar, ob die zum Teil sehr
komplexe Parametrisierung, die z.B. die Anzahl der Faktoren
festlegt, Auswirkungen auf die semantische Verständlich-
keit hat. Da dies sehr von der subjektiven Wahrnehmung
abhängt, präsentieren wir mit LittleMissFits ein Online-Spiel,
das es erlaubt, mittels Crowd-Sourcing die Konsistenz der
latenten Faktoren zu untersuchen. Die Ergebnisse einer Nut-
zerstudie mit diesem Spiel zeigen, dass eine höhere Anzahl
von Faktoren das Modell weniger verständlich erscheinen
lässt. Darüber hinaus fanden sich Unterschiede innerhalb
der Faktormodelle bezüglich der Verständlichkeit der einzel-
nen Faktoren. Zusammengenommen stellen die Ergebnisse
eine wertvolle Grundlage dar, um künftig die Transparenz
entsprechender Empfehlungssysteme zu steigern.
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1 EINLEITUNG
Empfehlungssysteme (ES) werden eingesetzt, um Nutzern
proaktiv personalisierte Produktvorschläge zu präsentieren.
Die dazu verwendeten Algorithmen sind über die Jahre im-
mer genauer in der Vorhersage der Interessen der Nutzer ge-
worden. Allerdings geht eine hohe Genauigkeit nicht zwangs-
läufig mit gesteigerter Zufriedenheit der Nutzer einher [7].
Vielmehr sind nutzerzentrierte Aspekte wie die Verständlich-
keit der Empfehlungen ebenfalls von großer Bedeutung. So
werden bei modernen ES häufig textuelle Erklärungen zu den
Empfehlungen präsentiert. Dies gestaltet sich jedoch mitun-
ter als schwierig, wenn abstrakte Modelle zur Empfehlungs-
generierung zum Einsatz kommen. Solche modellbasierten
Verfahren wie z.B. die Matrixfaktorisierung (MF) [8] sind
zwar für ihre hohe objektive Empfehlungsqualität bekannt,
eignen sich aufgrund ihrer intransparenten algorithmischen
Arbeitsweise jedoch kaum, um die Empfehlungen für den
Nutzer verständlich zu erklären.
Zuletzt hat die Forschung im Bereich um transparentere

ES zugenommen [22]. So wird versucht, Erklärungen auch
in solchen Ansätzen bereitzustellen, die Empfehlungen mit
Hilfe von MF gelernten latenten Faktormodellen generieren.
Obwohl die Faktoren solcher Modelle aufgrund ihrer rein
statistischen Berechnung zunächst keinen realweltlichen
Eigenschaften zugeordnet sind, konnte eine nachträgliche
Zuordnung von Faktoren zu semantische Dimensionen er-
folgreich hergestellt werden [12, 13, 18]. Diese semantischen
Dimensionen können z.B. mit Tags, die andere Nutzer be-
züglich der zugrundeliegenden Produkte vergeben haben, in
Verbindung gebracht werden, um Empfehlungen zu erklä-
ren [13]. Die Grundannahme solcher Ansätze ist dabei nicht
nur, dass semantische Dimensionen in den Faktormodellen
grundlegend existieren, sondern auch, dass diese innerhalb
der Faktoren konsistent bzw. zwischen den Faktoren un-
terschiedlich sind. Eine hohe Trennschärfe zwischen den
Faktoren ist z.B. eine wichtige Voraussetzung, um eindeutig
erklären zu können, aufgrund welcher Kriterien eine Emp-
fehlung generiert wurde.
Bislang wurde jedoch weder die empfundene Konsistenz

innerhalb der latenten Faktoren noch die wahrgenomme-
ne Trennschärfe zwischen den Faktoren explizit untersucht.
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Auch wurde noch kein Augenmerk darauf gelegt, welchen
Einfluss die Parametrisierung der MF-Algorithmen auf die
resultierenden Dimensionen hat. Ein Parameter, der Aus-
wirkungen auf die von einem Faktormodell transportierte
Semantik haben könnte, ist z.B. die Anzahl der latenten Fak-
toren mit der das Modell trainiert wird.
Zusammengefasst sind wir daher an der Beantwortung

folgender Forschungsfragen interessiert:
FF1 Werden Faktoren der MF inhaltlich als semantisch kon-

sistent wahrgenommen?
FF2 Werden Faktoren untereinander als semantisch unter-

schiedlich wahrgenommen?
FF3 Hat die Parametrisierung der Faktormodelle — insbe-

sondere die Anzahl der Faktoren — einen Einfluss auf
deren wahrgenommene Verständlichkeit?

Um diese Forschungsfragen zu untersuchen, präsentie-
ren wir in diesem Beitrag das Game-with-a-Purpose [24]
LittleMissFits. Bei diesem Online-Spiel wählt der Spieler aus
einer Auswahl von Filmen, die mit Hilfe von Filmplakat und
Metadaten präsentiert werden, denjenigen aus, der sich se-
mantisch von den übrigen Filmen zu unterscheiden scheint.
Der zu findende Film ist dabei bezüglich eines bestimmten
latenten Faktors besonders stark ausgeprägt, die übrigen
dargestellten Filme bezüglich eines anderen. Wird das Spiel
häufig genug gespielt, lässt sich anhand der Anzahl erfolg-
reich gespielter Runden ablesen, wie die Konsistenz inner-
halb der Faktoren und die Verschiedenheit zwischen diesen
wahrgenommen werden. Eine erste Nutzerstudie (N = 46)
liefert positive Resultate bezüglich des empfundenen Spiel-
spaßes und weist auf eindeutige Unterschiede bezüglich der
genannten Aspekte hin. Generell zeigt sich zudem, dass eine
geringere Faktoranzahl zu besserer Verständlichkeit führt.
Die hier vorgestellten Ergebnisse können dabei helfen, Fak-
tormodelle der MF künftig verständlicher darzustellen, Er-
klärungen zu deren Empfehlungen zu generieren und somit
für eine höhere Transparenz in modellbasierten ES zu sorgen.
Zudem zeigen die Ergebnisse beispielhaft, wie ein an sich
sehr abstraktes, algorithmisches Problem veranschaulicht
und spielerisch gelöst werden kann.

2 VERWANDTE ARBEITEN
Die Generierung von Empfehlungen findet heutzutage mei-
stens vollautomatisch auf Basis von Bewertungen statt, wel-
che die Nutzer für die Produkte abgegeben haben. Populär
ist insbesondere die als Collaborative Filtering (CF) bekannte
Methode, welche beispielsweise bei Amazon [20] und Netflix
[3] eingesetzt wird. Moderne CF-Algorithmen arbeiten selten
direkt auf den Produktbewertungen, sondern lernen aus die-
sen Daten zunächst ein abstraktes Modell, welches anschlie-
ßend für die Generierung von Empfehlungen verwendet
wird. Ein prominentes Beispiel für eine solche modellbasier-
te CF-Technik ist die Matrixfaktorisierung (MF) [8]: Aus der

Matrix aller abgegebenen Bewertungen der Nutzern für die
Produkte werden mit Hilfe eines Optimierungsverfahrens
latente Faktoren abgeleitet. Resultat ist ein Faktormodell, das
für jeden Nutzer und jedes Produkt einen Vektor beinhaltet,
der ausdrückt, wie sehr ein Nutzer an den Faktoren interes-
siert ist bzw. wie stark diese in einem Produkt ausgeprägt
sind. Je nach Anwendungsfall werden 2 bis über 100 solcher
Faktoren berechnet. Wird der Faktor-Vektor eines Nutzers
mit dem eines Produkts multipliziert, ergibt sich eine Vor-
hersage dafür, wie dieser Nutzer dieses Produkt bewerten
würde. MF ist dafür bekannt, dass diese Vorhersagen sehr
akkurat sind, weshalb das Verfahren überaus verbreitet ist.

Neben der Fähigkeit, möglichst genaue Empfehlungen zu
berechnen, werden moderne ES immer häufiger daran ge-
messen, wie gut sie andere Nutzerbedürfnisse erfüllen [6, 7].
So hat sich gezeigt, dass Nutzer sich wünschen die Empfeh-
lungen und die Gründe dahinter besser zu verstehen [22].
Diese Eigenschaft wird als Transparenz eines ES bezeichnet
und kann beispielsweise durch textuelle Erklärungen zu den
Empfehlungen gesteigert werden. Eine einfache Form der
textuellen Erklärung von CF-basierten Empfehlungen findet
sich bei Amazon: „Nutzer, die . . . kauften, kauften auch . . . “.
Wenn modellbasierte Techniken wie z.B. MF zum Einsatz
kommen, können Erklärungen jedoch nur schwerlich gene-
riert werden. Dies liegt insbesondere daran, dass die latenten
Modelle statistisch erlernt werden und die semantische Be-
deutung der Faktoren a priori unbekannt ist.
Werden semantische Dimensionen hinter den latenten

Faktoren aufgedeckt, ist jedoch auch in modellbasierten ES
Potenzial vorhanden, aufschlussreiche Erklärungen für die
Empfehlungen bereitzustellen. In verschiedenen Arbeiten
wurde bereits gezeigt, dass sich die Faktoren erfolgreich
mit inhaltlichen Daten verbinden lassen. Hierbei kamen bei-
spielsweise angepasste MF-Varianten zum Einsatz um eine
Verbindung von nutzervergebenen Tags zu den Faktoren her-
zustellen [13]. In anderenAnsätzenwurden die semantischen
Dimensionen hinter den latenten Faktoren nach dem Erler-
nen des Modells aufgedeckt. Beispielsweise können die Aus-
prägungen der Faktoren für einzelne Produkte visualisiert
[16] oder gesamte Produkträume auf Basis der latenten Fakto-
ren dargestellt werden [2, 10]. Ebenso positive Erfahrungen
konnten mit crowd-basierten Ansätzen gemacht werden, bei
denen Nutzer die Bedeutung hinter den latenten Faktoren
identifizieren [11, 12]. Der Einsatz vonGames-with-a-Purpose
(GWAP) scheint hierfür besonders geeignet zu sein.

In GWAP erledigen Spieler Aufgaben, die nicht oder nur
unzureichend von einem Computer durchgeführt werden
können. Eines der prominentesten Beispiele ist das durch
von Ahn [23] entwickelte ESP Game: Zwei Spieler überlegen,
welchen Begriff der jeweilige Mitspieler für die Beschrei-
bung eines gegebenen Bildes eingeben würde. Das Ziel einer
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Abbildung 1: Hauptbildschirm von LittleMissFits. Aus einer Auswahl von fünf Filmen (A) muss derjenige identifiziert werden,
der nicht zu den anderen passt. Für jeden korrekt identifizierten Film, wird der Punktestand des Spielers erhöht (B). Zwei
zusätzliche Hinweise stehen zur Verfügung, die jeweils einen der Filme von der Auswahl ausschließen (C). Für jeden verwen-
deten Hinweis wird der Punktestand des Spielers reduziert.

Spielrunde ist erreicht, wenn beide Spieler unabhängig von-
einander denselben Begriff eingegeben haben. Entworfen
wurde das Spiel, welches später unter dem Namen „Google
Image Labeler“ weiter betrieben wurde, zu dem Zweck, nicht
näher beschriebene Bilder für Suchmaschinen zugänglich zu
machen. Gleiches Ziel verfolgt auch KissKissBan von Ho et al.
[5]. Hier fungiert neben den zwei Spielern, die versuchen
gemeinsame Stichwörter zu kreieren, eine dritte Person als
Gegenspieler, der zu Spielbeginn so viele unerlaubte Wörter
wie möglich eingibt. Durch diese Spielmechanik wurden bei
KissKissBan diversere Begriffe eingegeben als beim ESP Ga-
me. Neben der Beschriftung von Bildern sind GWAP auch
schon für andere Aufgaben genutzt worden, beispielsweise
um textuelle Mehrdeutigkeiten aufzulösen [19], aber auch im
Bereich von ES, etwa zur Erhebung von Präferenzen [1, 4, 21]
oder zur Bestimmung von Ähnlichkeiten zwischen Produk-
ten [25].
Wie zuvor erwähnt, wurden GWAP ebenfalls bereits er-

folgreich für das Finden von beschreibenden Begriffen für
die latenten Faktoren eines mit Hilfe von MF gelernten Mo-
dells angewandt [11, 12]. Hierbei bleibt jedoch die Frage
unbeantwortet, welchen Einfluss die Parametrisierung, mit
der das Faktormodell gelernt wurde, auf die Verständlichkeit
der latenten Faktoren hat. Ebenso bleibt unklar, wie sehr

die Faktoren innerhalb als konsistent und untereinander als
unterschiedlich wahrgenommen werden — obwohl dies ent-
scheidende Aspekte sind, wenn Erklärungen basierend auf
den latenten Modellen generiert werden sollen. In diesem
Beitrag präsentieren wir ein GWAP, um diesen Fragen zu
begegnen.

3 LITTLEMISSFITS
Das hier vorgestellte GWAP LittleMissFits1 (Abbildung 1),
stellt einen crowd-basierten Ansatz dar, um Eigenschaften
wie wahrgenommene Zusammengehörigkeit und Diversität
in latenten Faktormodellen der MF zu erheben. Die Methode
ist dabei in zwei Phasen gegliedert: Eine Offline-Phase und
eine Online-Phase. In der Offline-Phase, wird zunächst ein
latentes Faktormodell auf Basis von Filmbewertungen be-
rechnet. Anschließendwerden repräsentative Filme für jeden
Faktor ermittelt. In der Online-Phase wird das Spiel durch
Nutzer gespielt. LittleMissFits ist als Webseite umgesetzt,
um möglichst vielen Spielern den Zugriff zu ermöglichen.
Anhand der Spieldaten, können neben der wahrnehmbaren
inhaltliche Einheitlichkeit der Faktoren auch Faktormodelle

1http://lmf.ci.interactivesystems.info
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Abbildung 2: Zu Beginn des Spiels werden Spieler in die nar-
rative Hintergrundgeschichte zu LittleMissFits eingeführt.

unterschiedlicher Parametrisierung evaluiert und Auswir-
kungen der Parameter auf die Verständlichkeit der latenten
Faktoren untersucht werden.

Spielprinzip
Zentrale Herausforderung für Spieler von LittleMissFits be-
steht in der erfolgreichen Identifikation eines unpassenden
Films aus fünf Alternativen (Abbildung 1). Im Hintergrund
besteht diese Gruppe aus Filmen, die zu zwei zufällig be-
stimmten Faktoren gehören. Vier der fünf Filme stammen
dabei von einem Faktor des Faktormodells (nachfolgend als
Faktor A bezeichnet), während der fünfte Film von einem an-
deren Faktor stammt (nachfolgend als Faktor B bezeichnet).
Die fünf Filme werden dem Spieler angezeigt, ohne die Infor-
mationen über die Zugehörigkeit zu den Faktoren. Als Hilfe
können jedoch Informationen wie Poster, Liste mit Schau-
spielern und Regisseuren, Inhaltsbeschreibung und Trailer
angeschaut werden. Der Spieler soll nun den Film finden, der
seiner Ansicht nach nicht zu den anderen passt. Anhand der
Quote mit der Spieler den Film von Faktor B als unpassend
markieren, können Aussagen über die eingesetzten latenten
Faktoren gemacht werden.Wenn das Spiel z.B. für bestimmte
Faktoren zu hohen Erfolgsquoten führt, deutet dies auf eine
wahrnehmbare Einheitlichkeit der Filme aus Faktor A aber
auf eine gute Unterscheidbarkeit zu Filmen aus Faktor B hin.

Spielelemente
Da in der Vergangenheit gezeigt wurde, dass narrative Ele-
mente einen großen Effekt auf die Motivation von Spielern
an GWAP teilzunehmen haben können [17], wurde eine Hin-
tergrundgeschichte in LittleMissFits implementiert. Diese be-
steht in dem fiktiven in-game Charakter Liz, welche erzählt
ihre Filmsammlung nach semantischen Inhalten und nicht
alphabetisch zu sortieren (Abbildung 2). Da diese Sortierung
häufig durcheinander gerät, sollen die Spieler nun helfen die
Ordnung wiederherzustellen, indem inhaltlich unpassende

Abbildung 3: Statistikbildschirm von LittleMissFits. Hier be-
finden sich motivierende Elemente, wie einer Rangliste mit
Highscores, einer Anzeige zur persönlichen Bestleistung
und dem eigenen Anteil am Gesamtfortschritt.

Filme markiert werden, was gleichzeitig der Hauptaufgabe
von LittleMissFits entspricht.

Neben narrativen Elementen, setzt LittleMissFits auf typi-
sche Spielelemente, die sich in bisherigen GWAP bewährt
haben [11, 24]. Beispiele hierfür sind Punkte und kompetitive
Bestenlisten. Punkte können Spieler in LittleMissFits durch
korrekt identifizierte Filme erlangen (Abbildung 1, B). Wird
der korrekte Film gefunden erhält der Spieler 100 Punkte.
Wird ein falscher Film ausgewählt, werden dem Punktestand
50 Punkte abgezogen. Um den Nutzern die Auswahl zu er-
leichtern, können zwei Hinweisfelder einzeln aufgedeckt
werden. Diese schließen jeweils einen Film als Ausreißer aus
(Abbildung 1, C). Die Verwendung dieser Hinweise, muss
jeweils mit einem Abzug von 15 Punkten bezahlt werden.
Ein Spiel in LittleMissFits setzt sich aus 5 Runden zusammen,
für die kein Zeitlimit besteht. Anschließend wird eine Sei-
te mit Statistiken angezeigt (Abbildung 3), die neben einer
Highscore-Liste und der persönlichen Bestleistung auch den
eigenen Anteil an den insgesamt gespielten Runden beinhal-
tet. Hiermit werden kollaborative Motivationsaspekte adres-
siert, um neben solchen Spielern, die den Wettkampf suchen
(vgl. Conqueror [15]), auch Spieler zu motivieren, die Motiva-
tion besonders durch soziale Spielelemente empfinden (vgl.
Socialiser [15]).

Datengrundlage
LittleMissFits basiert auf dem 20M-Datensatz von Grouplens2,
welcher 20 Millionen Bewertungen von 137 000 Nutzern für
27 000 Filme enthält. Informationen zu den Filmen wurden
ergänzt, indem die Webschnittstelle der The Movie Data-
base3 (TMDB) verwendet wurde. Die Entscheidung für die
Film-Domäne trafen wir aus zwei zentralen Gründen. Zum
2http://grouplens.org/datasets/movielens/20m/
3https://www.themoviedb.org/
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Tabelle 1: Offline-Evaluationsergebnisse der beiden Faktor-
modelle. Außer der Anzahl an Faktoren wurden beide mit
gleichen Parametern trainiert (λ = 0,001; 16 Iterationen).

Faktoren RMSE NDCG@10

Faktormodell A 10 0,8605 0,8208
Faktormodell B 20 0,8599 0,8223

einen existieren qualitativ sehr hochwertige Datensätze mit
Filmbewertungen, die sich ideal für die Generierung von
Empfehlungen verwenden lassen. So muss nicht erst eine
aufwendige und kostspielige Erhebung von Bewertungen er-
folgen, bevor ein Faktormodell berechnet werden kann. Der
zweite entscheidende Vorteil der Verwendung von Filmen als
Datengundlage für LittleMissFits ist, dass Kinofilmen sehr po-
pulär sind und somit potentiell eine sehr große Spielerschaft
adressiert werden kann.

Faktormodelle und -kandidaten
Mit Hilfe der Bewertungen wurden zwei unterschiedliche
Faktormodelle trainiert. Dazu wurde dieMahout-Bibliothek4
und die Implementierung des ParallelSGDFactorizer einge-
setzt. Als Parameter verwendeten wir bei beiden Faktorisie-
rungen 0,001 für den Regulierungsparameter λ und trainier-
ten das Modell über 16 Iterationen. Die Modelle unterschie-
den sich jedoch hinsichtlich der Anzahl ihrer Faktoren. Ein
Modell wurde mit 20, das andere mit 10 Faktoren trainiert.
Offline-Evaluierung ergab eine gute Vorhersagegenauigkeit
mit leichtem Vorteil zugunsten der Faktorisierung mit 20
Faktoren (Tabelle 1).
Für jeden der aus den Faktormodellen stammenden Fak-

toren wurden 25 Kandidaten ausgewählt (für beispielhafte
Kandidaten, siehe Tabelle 2). Wir folgen dabei dem Ansatz
von Loepp et al. [14], um repräsentative Filme für die latenten
Faktoren zu identifizieren. Bei dieser Methode, wird für jede
Film-Faktor-Kombination ein Gewicht berechnet, wie rele-
vant der Film für den entsprechenden Faktor ist. Dabei wird
sichergestellt, dass der Film besonders hohe Werte für diesen
Faktor, aber neutrale Werte für alle anderen Faktoren hat.
Somit ist gewährleistet, dass Kandidaten eines Faktors spezi-
ell für diesen Faktor und nicht für andere Faktoren relevant
sind. Zudem begünstigt ein Popularitätswert bekannte Filme,
um die Wahrscheinlichkeit zu erhöhen, dass die Kandidaten
eines Faktors den Spielern bekannt sind. Dieser Popularitäts-
wert wird anhand der Anzahl der abgegebenen Bewertungen
für diesen Film ermittelt.

4 NUTZERSTUDIE
Um Spielspaß beim Spielen von LittleMissFits und Quali-
tät der mit Hilfe des Spiels erhobenen Daten zu evaluieren,
4https://mahout.apache.org/

Tabelle 2: Jeweils drei beispielhafte Kandidaten für die Fak-
toren aus Faktormodell A.

Faktor Beispielhafte Kandidaten

1 Star Wars, Babylon 5, Time Bandits
2 The Guradian, Cheech & Chong, Beverly Hills Cop
3 Spirited Away, Pan’s Labyrinth, Open Hearts
4 Blade, Starship Troopers, The Mummy
5 Braveheart, Forrest Gump, Toy Story
6 Back to the Future, Ghostbusters, Batman
7 The Net, Ocean’s Eleven, Ocean’s Twelve
8 Pulp Fiction, Fight Club, Trainspotting
9 The Lion King, Aladdin, Titanic
10 Gattaca, Truman Show, I Love You Phillip Morris

ließen wir das Spiel durch Probanden einer Online-Studie
spielen. Dabei wurden insgesamt 570 Runden von 46 Spielern
gespielt. Die gespielten Runden verteilten sich zufällig auf
die beiden zuvor vorgestellten Faktorisierungen (Tabelle 5).
Spieler wurden zudem aufgefordert an einer Umfrage zu emp-
fundenem Spielspaß, Schwierigkeitsgrad und Bekanntheit
der Filme teilzunehmen. Von den 46 Personen, die Little-
MissFits gespielt haben, nahmen 13 (7 weiblich) im Alter von
durchschnittlich 27 (σ =12,32) Jahren an der Umfrage teil.

Game Experience
Die Spieler wurden gebeten mindestens ein Spiel zu spielen.
Dennoch spielte im Durchschnitt jeder Spieler 2,5 Spiele5.
Dies, und das auf einer 5-stufigen Kunin-Skala [9] erhobe-
ne Fragebogen-Item zum empfunden Spielspaß ((M= 4,69,
σ = 1,45)), deutet darauf hin, dass die Spieler Spaß an dem
Spiel empfunden haben. Teilweise wurde das Spiel als recht
schwer wahrgenommen. Ein entsprechendes Item des Fra-
gebogens ergab, dass 50,0% der Teilnehmer das Spiel als
„schwer“ empfanden, während 41,7% den Schwierigkeitsgrad
mit „Okay“ bewerteten. Auch die Bekanntheit der Filme lag
im mittleren Bereich. Während 46,2% angaben die Filme „ein
bisschen“ zu kennen, gaben 23,1% der Spieler an sich „gut“
mit den im Rahmen des Spiels präsentierten Filmen auszu-
kennen.

Spieldaten
Die Auswertung der aufgezeichneten Spieldaten ergab, dass
pro Spieler durchschnittlich 12,39 Runden gespielt wurden.
Da jede gespielte Runde genau einen Datenwert für die
Auswertung produziert, entspricht dieser Wert gleichzeitig

5Die Anzahl Spieler wurde anhand deren Benutzernamen ermittelt. Da nicht
ausgeschlossen werden kann, dass sich einzelne Spieler mit einem anderen
Benutzernamen erneut auf der Spielseite anmeldeten, liegt die tatsächliche
Anzahl gespielter Spiele pro Nutzer wahrscheinlich etwas höher.
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der Expected Contribution [24] von LittleMissFits, welche be-
schreibt, mit wie viel zusätzlichen Daten pro neuem Spieler
gerechnet werden kann. Im Folgenden werden einige Ergeb-
nisse detaillierter diskutiert. Diese beziehen sich, falls nicht
anders vermerkt, auf die Faktorisierung, die mit 10 Faktoren
trainiert wurde.

Erfolgsquoten der Faktoren. Tabelle 3 zeigt die Erfolgsquo-
ten für jeden der Faktoren, wenn dieser als Faktor A ver-
wendet wurde, also als der Faktor, von dem vier der fünf
Filme stammten. Als Erfolg wird gewertet, wenn Spieler den
fünften Film, also den aus Faktor B, korrekt identifizierten.
Faktoren unterschieden sich hinsichtlich ihrer Erfolgsquo-
te teilweise stark. Während bei einigen Faktoren (z.B. bei
Faktor 4, 9 und 10) die Spieler relativ hohe Erfolgsquoten
erzielten (verglichen mit einer Quote von 20% bei einer zu-
fälligen Auswahl), war dies bei den Faktoren 6 und 7 nicht
der Fall.

Tabelle 3: Erfolgsquoten der Runden, bei den der jeweilige
Faktor als Faktor A verwendet wurde, also vier der fünf Fil-
me von diesem Faktor stammten.

Faktor 1 2 3 4 5 6 7 8 9 10

Quote 38% 40% 29% 66% 37% 12% 17% 40% 44% 43%

Erfolgsquoten bei Faktorkombinationen. UmAussagen über
wechselseitige Beziehungen zwischen den Faktoren treffen
zu können, z.B. ob diese sich sehr ähnlich sind, werden in
Tabelle 4 Ergebnisse zu Runden in Abhängigkeit ihrer be-
teiligten Faktoren vorgestellt. Die Erfolgsquoten beziehen
dabei alle Runden ein, in denen die beiden Faktoren betei-
ligt sind (also ungeachtet dessen ob als Faktor A oder Faktor
B). Erneut ergibt das Spiel sehr unterschiedliche Werte. So
führten manche Kombinationen von Faktoren wesentlich
häufiger zu Erfolgen (z.B. die Faktoren 4 und 6) als andere
(z.B. Faktoren 1 und 2).

Vergleich der Faktorisierungen. Eines der von uns adres-
sierten Einsatzszenarios für LittleMissFits ist der Vergleich
unterschiedlich parametrisierter Faktorisierungen. In der
hier vorgestellten Studie wurden zwei Faktorisierungen ein-
gesetzt (mit 10 und mit 20 Faktoren). Absolute und relative
Erfolge können in Tabelle 5 nachvollzogen werden. Hierbei
konnte ein Unterschied bezüglich der Erfolgsquoten, die mit
LittleMissFits für die beiden Faktorisierungen erzielt wurden,
gefunden werden. Konkret zeigte sich, dass die Faktorisie-
rung, die mit 10 Faktoren trainiert wurde, insgesamt zu einer
höheren Erfolgsquote führte, verglichen mit der Faktorisie-
rung, welche aus 20 Faktoren bestand.

Tabelle 4: Erfolgsquoten von paarweise kombinierten Fak-
toren. Bei der mit * markierten Kombination liegen nicht
genügend Daten für eine Auswertung vor. Der untere Teil
der Tabelle ist symmetrisch zu dem oberen und wurde da-
her leer gelassen.

1 2 3 4 5 6 7 8 9 10

1 - 11% 20% 36% 33% 30% 57% 71% 42% 50%
2 - 33% 60% 20% 10% 60% 25% 100% 17%
3 - 20% 38% * 17% 20% 33% 50%
4 - 71% 88% 50% 67% 58% 40%
5 - 14% 57% 17% 43% 63%
6 - 13% 14% 0% 20%
7 - 33% 50% 0%
8 - 22% 100%
9 - 50%
10 -

Tabelle 5: Verteilung der Antworten und der daraus resultie-
renden Erfolgsquote bei den unterschiedlich konfigurierten
Faktormodellen.

Antworten
korrekt falsch Erfolgsquote

Faktormodell A 120 201 37,4%
Faktormodell B 71 178 28,5%

Gesamt 191 379 33,6%

Diskussion
Die mit Hilfe von LittleMissFits erhobenen Daten gestatten
Einsicht in Eigenschaften von latenten Faktormodellen, die
ohne den Einsatz unseres GWAP verborgen geblieben wären.
Im Folgenden werden mit Hilfe der Ergebnisse, unsere in der
Einleitung aufgeführten Forschungsfragen diskutiert.

FF1: Konsistenz der Faktoren. Die Erfolgsquoten pro Faktor
aus Tabelle 3 lassen Rückschlüsse auf deren wahrgenomme-
ne Konsistenz zu.Wird eine Runde gespielte ist es notwendig,
dass die von dem Faktor A stammenden Filme als einheitlich
wahrgenommen werden, um jenen Film zu identifizieren, der
von Faktor B stammt. Es kann daher gefolgert werden, dass
die Faktoren mit einer vergleichsweise hohen Erfolgsquote
(z.B. Faktor 4) eine sehr klare Semantik transportieren, die
von den Probanden einfach zu verstehen ist und als kon-
sistent wahrgenommen wurde. Scheinbar ist Faktor 4 gut
verständlich für die Nutzer und könnte daher ein vielverspre-
chender Kandidat sein, um Empfehlungen zu erklären. Im
Gegensatz dazu führten andere Faktoren eher selten zu er-
folgreichen Runden (z.B. Faktor 6). Diese Faktoren scheinen
nicht über eine einfach wahrzunehmende, einheitliche Se-
mantik zu verfügen. Eine Erkenntnis aus diesen Ergebnissen

54



LittleMissFits: Ein GWAP zur Evaluierung latenter Faktoren MuC’19 Workshops, Hamburg, Deutschland

könnte daher sein, solche Faktoren nicht für die Erklärung
der Empfehlungen heranzuziehen.

FF2: Unterscheidbarkeit der Faktoren. Eine weitere Eigen-
schaft von latenten Faktormodellen, die mit Hilfe von Little-
MissFits untersucht werden kann ist, wie unterscheidbar die
Faktoren untereinander sind. Sind sich zwei Faktoren sehr
ähnlich, werden Runden, an denen diese Faktoren beteiligt
sind, schwerer zu spielen sein. Die Ergebnisse aus Tabelle 4
können daher Aufschluss darüber geben, ob es Faktoren im
Modell gibt, die als leicht zu unterscheiden wahrgenommen
werden. Dies scheint z.B. für die Faktoren 4 und 6 der Fall
zu sein.

FF3: Vergleich unterschiedlicher Faktormodelle. Werden die
Ergebnisse sämtlicher Faktoren eines Faktormodells zusam-
mengefasst, können unterschiedlich parametrisierte Fakto-
risierungen verglichen und generelle Aussagen über deren
inhaltliche Verständlichkeit gemacht werden. Dies ist insbe-
sondere von Interesse, wenn eine Vorauswahl getroffen und
eine Faktorisierung ausgewählt werden soll, die sich beson-
ders für die semantische Auswertung der Faktoren eignet.
Dies ist etwa der Fall, wenn latente Faktoren mit textuellen
Erklärungen verbunden werden, wie in [12]. Solche Ansätze
könnten entscheidend davon profitieren ein Faktormodell zu
wählen, das eine möglichst hohe intuitive Verständlichkeit
besitzt. Nach der Auswertung unserer Ergebnisse, scheint
insbesondere eine geringe Faktoranzahl für deren inhaltliche
Klarheit zuträglich zu sein.

Diskussion der Game Experience. Für ein GWAP ist es wich-
tig, dass die Spieler Spaß an dem Spiel empfinden. Durch
die Fragebogen-Items konnte festgestellt werden, dass Litt-
leMissFits bereits relativ hohe Werte bezüglich des Spiel-
spaßes erzielt. Wir führen dies unter Anderem auf die sehr
spielerischen Grafiken und den narrativen Hintergrund zu-
rück, welcher von den Spielern angenommen worden zu sein
scheint. So bezogen sich Probanden auf die Grafiken und
adaptierten die Narration, als sie im Fragebogen Freitextkom-
mentare hinterließen wie z.B. „Die Fledermaus ist echt süß.“
und „Manchmal verstehe ich die Fledermaus nicht.“. Dies weist
in die selbe Richtung, wie bisherige Erkenntnisse zur positi-
ven Wirkung von Narration auf empfundenen Spielspaß in
GWAP [17] und wir leiten daraus die Empfehlung ab, dass
sich Entwickler zukünftiger GWAP nicht allein auf typische
Spielelemente wie Punkte und Bestenlisten konzentrieren
sollten, sondern auch auf visuelle Aspekte und das narrative
Setting in dem das Spiel eingebettet wird.
Trotz des hoch bewerteten Spielspaßes, besteht Verbes-

serungspotential in der Wiederspielrate von LittleMissFits.
Hier könnte sich negativ ausgewirkt haben, dass das Spiel
als recht schwierig zu spielen empfunden wurde. Ein Grund
für die Schwierigkeit des Spiels ist sicherlich die teilweise

mangelnde Bekanntheit der dargestellten Filme. Dies wur-
de auch durch Freitextkommentare der Probanden gestützt.
Wahrscheinlich ist die teilweise mangelnde Bekanntheit der
Filme auf die Bestimmung der Kandidaten für die Faktoren
zurückzuführen. Wie zuvor beschrieben, geht in die Bestim-
mung der Kandidaten jedes Faktors, neben der Relevanz eines
Films auch dessen Popularität ein (Anzahl bisher vergebener
Bewertungen). Während dies sehr erfolgreiche Filme begün-
stigt, werden auch solche Filme hervorgehoben, die aufgrund
der Tatsache, dass sie schon lange in der Datenbank vorhan-
den sind, viele Bewertungen erhalten haben. Hier könnte
die Aktualität der Filme als Gegengewicht Berücksichtigung
finden. Auch könnten Faktoren, die zu insgesamt geringen
Erfolgsquoten führen, ab dem Vorhandensein einer bestimm-
ten Menge an Daten nicht weiter vom Spiel berücksichtigt
werden, um so einer negativen Auswirkung auf den wahrge-
nommenen Schwierigkeitsgrad entgegenzuwirken.

5 FAZIT UND AUSBLICK
In diesem Beitrag stellen wir LittleMissFits vor, ein Game-
with-a-Purpose zur Messung semantischer Konsistenz in la-
tenten Faktoren. Die bislang erhobenen Daten deuten darauf
hin, dass das Spiel gut geeignet ist, um Konsistenz innerhalb
der Faktoren und Diversität zwischen den Faktoren zu mes-
sen. Das Spiel wurde bislang mit zwei Faktorisierungen mit
unterschiedlichen Anzahlen der Faktoren getestet, soll in
Zukunft aber noch auf weitere Parametrisierungen der MF
übertragen werden. Obwohl sicherlich auch weitere Werte
für die Faktoranzahl mit dem Spiel evaluiert werden sollten,
stehen insbesondere noch Versuche mit anderen λ–Werten
aus. Dieser Regulierungsfaktor könnte einen großen Einfluss
auf die Verständlichkeit der Faktoren haben, da mit ihm die
Lernrate während der Trainingsphase reguliert wird, um
eine Überanpassung der Faktoren zu verhindern. Eventuell
eignen sich jedoch genau solche „überangepassten“ Faktoren
gut dazu, um die Empfehlungen zu erklären. Zudemwird eine
wesentlich größere Anzahl an Spielern benötigt, weshalb sol-
che Versuche bislang noch ausstehen. Um eine noch stärkere
Motivation der Spieler zu erzeugen, planen wir eine tiefer
greifende Implementierung von Gamification, z.B. in Form
von zusätzlichen kollaborativen Spielelementen. Auch wäre
eine Übertragung auf weitere Hintergrunddomänen denkbar.
So könnten z.B. Inhalte von Lehrveranstaltungen, wie etwa
einer Vorlesungsreihe, bezüglich ihrer semantischen Über-
einstimmung durch die Spieler ausgewertet werden. Hieraus
ließen sich möglicherweise ganz neue Formen der Katego-
risierung von Lerninhalten identifizieren, welche zu einer
harmonischeren Komposition von Lehrveranstaltungen füh-
ren könnte.
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