
Nitrat-Monitoring 4.0 – Intelligente Systeme zur
nachhaltigen Reduzierung von Nitrat im Grundwasser

Tanja Liesch1, Julian Bruns2, Andreas Abecker«, Désirée Hilbring», Divas Karimanzira5,
Tobias Martin6, Martin Wagner7, Andreas Wunsch8, Thilo Fischer9

Abstract: Nitrat im Grundwasser stellt weltweit unter anderem für die Trinkwasserversorgung
ein großes Problem dar. Die Verteilung von Nitrat im Grundwasser ist dabei das Ergebnis eines
komplexen Zusammenspiels vieler Einflussfaktoren, welches sich mit herkömmlichen Modellen
für große Gebiete aufgrund der hohen Komplexitčt der Domčne nur schwer modellieren lčsst. KI-
Anwendungen, insbesondere Neuronale Netze bzw. Deep Learning Verfahren, lassen als datenbasierte
Modelle, die komplexe Zusammenhčnge aus einer großen Datenmenge extrahieren und übertragen
können, hier einen deutlichen Mehrwert bei der zeitlich-rčumlichen Vorhersage von Nitratwerten
erwarten. Im vorliegenden Projekt soll daher ein übergreifendes System entwickelt werden, welches
KI Verfahren mit Methoden der Umweltinformatik und speziell der Wasserdomčne kombiniert. Hierzu
kommen State-of-the-Art Machine Learning Methoden wie Convolutional Neural Networks und
Long short-term Memory Netzwerke zum Einsatz, um so eine verbesserte rčumliche und zeitliche
Vorhersage von Nitrat im Grundwasser zu erzielen und damit zur effizienten und nachhaltigen Nitrat-
Reduzierung beizutragen. Diese werden mit Methoden des Operation Research und der semantischen
Datenintegration erweitert, um damit einen Endnutzer bei der Entscheidungsfindung intelligent zu
unterstützen.
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1 Einleitung

Grundwasser bildet weltweit die größten Süßwasservorkommen und ist in vielen Regionen
die Grundlage der Trinkwasserversorgung. So wird in Deutschland etwa 70% des Trinkwas-
serbedarfs über Grundwasser gedeckt [Bu16]. Darüber hinaus versorgen oberflčchennahe
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Grundwasservorkommen Pflanzen mit Wasser, bilden wertvolle Feuchtbiotope und speisen
über Quellen sowie Basisabfluss Bčche und Flüsse. Die Überwachung der Grundwasserbe-
schaffenheit im Rahmen der europčischen Wasserrahmenrichtlinie (WRRL) hat gezeigt,
dass der gute Zustand des Grundwassers vielerorts gefčhrdet ist. Vor allem die diffusen
Eintrčge von Stickstoff aus der Landwirtschaft stellen hierbei ein großes Problem dar. In
dieser Arbeit soll eine übergreifende Vision zur Lösung der Problematik vorgestellt werden
und wie dabei KI innerhalb eines Gesamtsystems einen Beitrag für diese Fragestellung
liefern kann.

Abb. 1ȷ Beispiel für aktuelles Nitratmonitoring in einer der Pilotregionen. Quelleȷ Zweckverband
Landeswasserversorgung Baden-Württemberg

Die Verteilung von Nitrat im Grundwasser ist das Ergebnis eines komplexen Zusam-
menspiels vieler Einflussfaktoren, darunter neben dem Eintrag, der zum Großteil von
der Landnutzung bestimmt wird, meteorologische Faktoren (Niederschlag, Verdunstung),
chemisch-physikalische Eigenschaften der grundwasserüberdeckenden Schichten sowie
Transport- und Reaktionsprozesse im Grundwasser selbst. Die Nitrat-Verteilung im Grund-
wasser stellt daher ein hochkomplexes, rčumlich und zeitlich stark variables Muster dar, das
regional und insbesondere vertikal eine ausgeprčgte hydro-geochemische Differenzierung
aufweist. Abb.1 zeigt ein Beispiel für die Situation und Ergebnisvisualisierung. Obwohl
Eintrag, Transport und Ausbreitung von Nitrat im Grundwasser weitgehend bekannten
chemisch-physikalischen Prozessen folgen, so ist eine Modellierung mit analytischen oder
numerischen Modellen im gegebenen Maßstab auf Landes- oder Bundesebene in einer sinn-
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vollen rčumlichen Auflösung bisher nicht möglich. Rčumliche und zeitliche Beurteilungen
und damit verbundene Handlungsempfehlungen oder Maßnahmen, wie beispielsweise die
novellierte Düngemittelverordnung, basieren daher aktuell weitgehend auf der Regionali-
sierung von punktuellen Messdaten bzw. der Auswertung von zeitlichen Trends. Gerade
die Regionalisierung mit herkömmlichen Interpolationsverfahren bzw. die Beurteilung des
Zustandes auf Basis der Grundwasserkörper ist auf Grund der hohen rčumlichen Variabilitčt
nur bedingt geeignet. Gleichzeitig ist hier die bisherige Datengrundlage und -integration
außerhalb spezieller Pilotregionen hčufig dünn. KI-Anwendungen, insbesondere Künstliche
Neuronale Netze bzw. Deep Learning Verfahren, wie sie in anderen Disziplinen hčufig zur
Mustererkennung eingesetzt werden, bieten hier einen deutlichen Mehrwert gegenüber den
etablierten Verfahren. Als datenbasiertes Modell sind sie in der Lage, komplexe Zusammen-
hčnge aus einer großen Datenmenge zu extrahieren und zu übertragen. Gleichzeitig können
KI-Anwendungen auch so trainiert werden, dass sich dadurch Generalisierungen für weitere
Regionen ableiten lassen, was mit bisherigen Modellen nicht möglich ist.

2 Vision des Gesamtsystems

Unsere Vision ist es, ein übergreifendes, rčumliches Entscheidungsunterstützungssys-
tem (SDSS) für Nitrat-Monitoring zu entwickeln. Dieses System soll dabei innovative
KI-Methoden für die Datenanalyse, die Datenintegration, die Visualisierung und die über-
greifende Entscheidungsunterstützung, welche über konkrete Instanziierungen umgesetzt
werden, sowie begleitende Verfahren und Prozessschritte beinhalten. Dies verfolgt das
übergeordnete Ziel einer verbesserten rčumlichen und zeitlichen Vorhersage von Nitrat
im Grundwasser und darauf aufbauende intelligente Entscheidungsunterstützungssysteme,
welche zum Beispiel durch Szenarien-Rechnungen zur Optimierung von Grundwasserschutz-
programmen einen Beitrag zur effizienten und nachhaltigen Nitrat-Reduzierung leisten
können. Dabei werden jedoch nicht nur die Aspekte der KI oder reinen Umweltinformatik
betrachtet sondern die Definition eines SDSS aus [JFP1»] zu Grunde gelegt, wonach
sich dieses aus der Kombination zweier Disziplinen zusammensetzt. Dies ist zum einen
das Operation Research, gekennzeichnet nach dem bekannten drei Phasen Modell nach
[Si60], und zum anderen die Geoinformatik mit Schwerpunkten in der multikriteriellen
Evaluierung rčumlich expliziter Modelle und der rčumlichen Optimierung. Wir erweitern
dies in dem geplanten System um die Komponenten der intelligenten Datenintegration
unterschiedlichster Formate sowie die KI-basierte Analyse innerhalb des Systems.

Im Gegensatz zu [Jo17] verfolgt unser Ansatz die Vision, dass nur das Zusammenspiel der
verschiedenen Akteure und Domčnen einen Mehrwert bringt. Eine alleinige Anwendung
von KI ohne Domčnenwissen und Diskussion mit dem Endanwender bleibt im besten Fall
ungenutzt und führt im schlimmsten Fall zu falschen Handlungsempfehlungen. Nur durch
die Kooperation und Interaktion von Akteuren in einem interdisziplinčrem Umfeld lassen
sich tragfčhige Lösungen für die Praxis entwickeln.
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3 Übersicht relevanter Entwicklungen für den Einsatz von KI in der
Umweltinformatik

Für die Einordnung der geplanten Arbeiten und Innovationen ist ein Blick jenseits des
Themenfeldes Grundwassers hin zur gesamten Umweltinformatik hilfreich. Der KI-Einsatz
in der Umweltinformatik in den letzten Jahren auf mehrere parallele Entwicklungen
zurückführen, für welche im Folgenden ein kurzer, stichprobenartiger Überblick gegeben
werden soll. Als entscheidender Einflussfaktor lčsst sich dabei der zunehmende Reifegrad
der KI-Forschung betrachten, der diese stčrker in den gesellschaftlichen Fokus rückt. Im
letzten Jahrzehnt hat sich insbesondere im Bereich der visuellen und sprachlichen Analyse
eine starke Verbesserung der KI-Anwendungen ergeben, welche innovative Algorithmen
und Ansčtze hervorgebracht haben. Dies hat zu einem starken Interesse in Forschung,
Wirtschaft und Politik geführt, diese Fortschritte in weitere Domčnen und Anwendungsfčlle
zu überführen, welches im Bereich der Umweltwissenschaft und Umweltinformatik in
Deutschland beispielsweise vom UBA über deren Forschungsstrategiebericht [Je19] oder
international über Microsoft und deren Chief Environment Scientist Lucas Joppa in seinem
NATURE Beitrag [Jo17] vorangetrieben wird. In [Jo17] wird das Anwendungsfeld der
Umweltprobleme für die Informatik auf zwei Kernfragen fokussiertȷ „Wie kann KI bei der
Lösung helfen?“ und „Wie kann die Anwendung von KI eingebracht werden?“.

Neben den Umweltwissenschaften und der Umweltinformatik lassen sich zusčtzlich auch
aktuelle Entwicklung in der angrenzenden Disziplin der Geoinformatik betrachten. Durch den
gleichartigen Schwerpunkt auf Phčnomenen mit einem starken geographischen Schwerpunkt
lassen sich oft Entwicklungen aus dieser Disziplin auf die Umweltinformatik direkter
anwenden als aus der klassischen Informatik. [Vo18] und [Br20] haben die Entwicklungen
der KI-Forschung aus dieser Disziplin genauer betrachtet. [Vo18] beschreiben dabei den
Einsatz von GeoAI für Umweltepidemiologie, bei der vor allem das Ziel verfolgt wird, eine
Verbesserung der Modellierung und Beurteilung von Umweltprozessen durch den Einsatz
von KI-Methoden zu erhalten. Dies kann z.B. die Exposition von Umweltbelastungen
oder anderer Faktoren sein. Dadurch kann auch das Verstčndnis über die Zusammenhčnge
verbessert werden. Ein von der Informatik getriebenes Beispiel hierfür ist in [Bu17] zu
finden, wo die Luftqualitčt feingranular erfasst und analysiert werden soll, um damit den
lokalen Behörden einen besseren Überblick zu liefern. In [Br18] wurden KI-Methoden
wie genetische Algorithmen für die Verbesserung der Datenqualitčt eingesetzt. In [Br20]
wird vor allem auf die Bedürfnisse und Möglichkeiten, die sich durch und für Geodaten
durch die neuesten Entwicklungen ergeben, wie das Internet der Dinge, linked-Data
wie OpenStreetMap und neue, geo-temporale Datenmanagement Techniken, eingegangen.
Daneben bietet der Workshop GeoAI der ACM SIG Spatial, z.B. [Ga20] eine weitere
Übersicht über die aktuellen Entwicklungen der Geoinformatik.

Zuletzt haben sich weitere grundlegende Möglichkeiten in dem Betrieb von Komponenten
und deren Einsatz in einem Gesamtsystem ergeben. Das bekannteste Stichwort hierbei ist
Edge Computing, wodurch komplexe Berechnungen direkt an der Datenquelle durchgeführt
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werden und dadurch dem Übertragungsnetz zugeführt werden können. Beispielhaft hierfür
ist TinyML [PW19], welches die Ausführung komplexer KI-Modelle auf Arduinio-basierter
Hardware zulčsst und dann statt der Rohdaten nur die Ergebnisse weiterleitet. Gleichzeitig
erlauben Ansčtze aus dem Stream Processing und dortige Architekturen wie z.B. beschrieben
in [Wi16] und [Wi20], dies auch in komplexen System umzusetzen.

4 KI-Anwendungen im Bereich Grundwasser

KI-Anwendungen im Bereich Grundwasser sind bisher verglichen mit anderen Disziplinen
eher selten und beschrčnken sich weitgehend auf reine Forschungsergebnis-se. In den letzten
Jahren werden jedoch auch hier verstčrkt Methoden des Machine Learning erfolgreich ein-
gesetzt. Der Ansatz einer rčumlichen Nitratvorhersage mit Klassifikatoren aus dem Bereich
des maschinellen Lernens wurde bereits mehrfach erfolgreich von verschiedenen Autoren
an Testgebieten weltweit und auch in Deutschland ([Li06]; [KBB19], u.a.) angewendet.
Klassifikatoren, die hierbei zum Einsatz kommen sind typischerweise Random Forests (RF)
([An12]; [KBB19]; [NFL15]; [Ra19]; [Ro1»]; [Ro18]), Künstliche Neuronale Netze (i.d.R.
einfache Feed Forward Netze) ([AK05]; [Ge09]; [HM1»]; [Li06]; [NFL15]) und Boosted
Regression Trees (BRT) ([KBB19]; [NFL15]; [Ra17]; [Sa18]), aber auch Support Vector
Machines (SVM) ([Ra19]; [Sa18]) und Bayesische Netzwerke (BN) ([NFL15]). Auch in der
zeitlichen Vorhersage von Grundwasserstčnden zeigen KI-Methoden gute Ergebnisse (z.B.
[WLB18]). Einen guten Überblick von KI-Anwendungen im Grundwasserbereich geben
die beiden Reviews von [MD00] und [REN19].

Besonders vielversprechend für den Ansatz einer rčumlichen und zeitlichen Modellierung
von Schadstoffen im Grundwasser erscheinen Convolutional Neural Networks (CNN).
Sie stellen eine Sonderform von Multi-Layer-Perceptrons dar und gelten als State-of-the-
Art-Methode für zahlreiche Anwendungen im Bereich der Klassifizierung. Diese Deep
Learning-basierten Netze eignen sich vor allem zur Verarbeitung von Daten mit Raumbezug
und werden daher čußerst erfolgreich zur Bilderkennung und -verarbeitung angewandt. CNN
wurden im Umweltbereich bereits erfolgreich z.B. zur Klassifizierung von Hyperspektral-
Daten in der Fernerkundung ([Ma15]; [YJX17]), zur Vorhersage von Niederschlag ([Xi15]),
zur Identifikation von Quellen der Grundwasserbelastung ([Mo19]) und zur Vorhersage von
Grundwasserstčnden ([As17]) eingesetzt.

5 Geplante KI-Methodik

Die rčumliche Vorhersage einer Nitratbelastung mit Hilfe von Methoden des Maschinellen
Lernens ist typischerweise über den Aufbau eines Klassifikators oder einer Regression
möglich. Hierfür werden rčumlich flčchendeckende historische und aktuelle Datensčtze
herangezogen (z.B. CORINE-Landnutzungsdaten, Niederschlagsrasterdaten, Bodenart,
Grundwasserneubildung, Flurabstand etc.), die Rückschlüsse auf die Nitratexposition und
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Vulnerabilitčt des Untersuchungsgebietes zulassen. Anhand von punktuell verfügbaren
Messwerten von Nitrat wird der Klassifikator trainiert und ist anschließend in der Lage,
auch über Gebiete, für die keine punktuellen Schadstoffinformationen zur Verfügung stehen,
Aussagen zu treffen. Da es sich bei Nitrat um einen čußerst redox-sensitiven Parameter han-
delt, welcher abhčngig von den hydrochemischen Bedingungen in unterschiedlichen Spezies
vorliegt (De-/Nitrifikation), werden in die Analyse entsprechende zusčtzlich verfügbare
Parameter wie Redox-Potential, elektrische Leitfčhigkeit und pH-Wert mit einbezogen.

CNN sind State-of-the-Art Deep Learning (DL) basierte Netze zur Verarbeitung von Daten
mit Raumbezug. Im Projekt werden daher «D-CNNs für die rčumliche (2D) und zeitliche
(dritte Dimension) Vorhersage des Nitratgehaltes in Grundwasser eingesetzt. Üblicherweise
sind DL-Ansčtze besser für sehr große und möglichst vollstčndige Datensčtze geeignet,
Nitratmessung liegen jedoch vor allem im Vergleich zu Punkten ohne Nitratmesswerte
verhčltnismčßig spčrlich vor. Hierfür gibt es neuere Ansčtze wie Sparse «D CNNs, deren
Einsatz geprüft wird. Zur verbesserten Vorhersage der zeitlichen Nitratbelastung soll
zudem eine Nachschaltung eines LSTM-Netzwerkes (Long-Short Term Memory) an das
CNN sowie der Einsatz von Temporal Convolutional Netzwerken (TCN) getestet werden.
Neben dem neuartigen CNN-basierten Ansatz wird auch der Aufbau und die Anwendung
des zuvor beschriebenen, klassischerweise gewčhlten Ansatzes eines KI-Klassifikators
umgesetzt und die Leistungsfčhigkeit beider Ansčtze verglichen und evaluiert, um optimale
Vorhersageergebnisse zu erzielen.

6 Nutzung offener Standards für die Integration von Sensor- oder
Messdaten

Für die Integration von KI-Methoden in bestehende Systeme ist die Anbindung verschiedener
heterogener Datenquellen essentiell. Es wird ein intelligentes Datenmanagement benötigt,
welches existierende und neue Datenquellen harmonisiert und in ein übergreifendes System
zur Auswertung von Daten integrieren kann. Dabei sollen offene neue Standards eingesetzt
werden. Die dadurch entstehende Kombination des harmonisierten Datenzugriffs über
offene Schnittstellen und die Nutzung dieser Methoden für die KI-Integration eröffnet bisher
nicht realisierte Möglichkeiten der systemübergreifenden Datenauswertung. Im Bereich des
Nitrat-Monitoring erfolgt eine lčnderübergreifende Detail-Auswertung oder Einbeziehung
aller Daten z.B. von Wasserversorgern und auf Basis von offenen Standards bisher nicht.

Für die Beschreibung von Sensoren mit Raumbezug spielt das OGC als eines der wichtigsten
internationalen Standardisierungsgremien eine wesentliche Rolle, deswegen werden im
Projekt die offenen Standards OGC analysiert und für das intelligente Datenmanagement
getestet.

Mit dem Internet of Things haben Geodienste für die Modellierung von Sensordaten
an Bedeutung gewonnen. Deswegen wurde von der OGC im Gegensatz zu bisherigen
Sensordaten-Standards mit der SensorThings API ein leichtgewichtiger neuer Ansatz für
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die Anbindung und Datenhaltung entwickelt, der auf langjčhrig bewčhrte Konzepte mit
zeit- und georeferenzierten Sensordaten zurückgreift [LHK15]. Die SensorThings API ist
grundsčtzlich sowohl für den direkten Zugriff auf Sensordaten als auch für die Anbindung
von bestehenden Datenbanken geeignet. Die SensorThings API steht nun zusammen mit dem
Feature Service (OGC API Features) im Fokus des JRC für die Eignung der Veröffentlichung
von rčumlichen Daten. Im Projekt wird die Einbindung von Schadstoffdaten langjčhrig
bestehender Quellsysteme über die Open Source Implementierung FROST ®getestet werden
[IO].

Ein weiterer für das Projekt wichtiger Standard des OGC ist GroundWaterML, dessen
Grundwassermodell für die Zusammenführung von Grundwasserdaten verschiedener Syste-
me Potential hat, bisher aber in Deutschland nicht verwendet wird. Im Projekt soll untersucht
werden, inwieweit eine Harmonisierung des Datenmodells von Grundwasserdaten über
diesen Standard möglich und sinnvoll ist.

Essentiell für das intelligente Datenmanagement ist außerdem eine geeignete Integration
von KI-Modulen in das System. Hierfür sollen verschiedene Möglichkeiten analysiert und
getestet werden. Beispiele hierfür sind die Erweiterung Task Core der Sensor Things API
[LK17] oder der Einsatz von ML»P-Konnektoren, die im industriellen Bereich für die
Einführung von KI-Methoden verwendet werden können.

7 Entscheidungsunterstützung

Die Optimierung von Grundwasserschutzprogrammen und der dazugehörigen Messkampa-
gnen basiert derzeit auf geeigneten konzeptionellen und zum Teil numerischen Modellen,
welche in der Lage sind, Ursache-Wirkungs-Zusammenhčnge zwischen der Umsetzung
konkreter Maßnahmen wie der Verringerung der Nitrat-Eintrčge und der Verminderung
der gemessenen Nitrat-Konzentrationen im Grundwasser zu quantifizieren. Solche Modelle
müssen die zu Grunde liegenden hydrogeologischen Prozesse (u.a. Stickstoffumsatz in der
Bodenzone, Nitratauswaschung mit dem Sickerwasser, Stofftransport und Stoffumsatz im
Grundwasserleiter) in Abhčngigkeit der Komplexitčt der naturrčumlichen Gegebenheiten
abbilden [We15]. KI-basierte, datengetriebene Ansčtze erscheinen hier weitaus besser
geeignet, werden jedoch bisher nicht eingesetzt. Diese bieten jedoch Vorteile für die
Entscheidungsunterstützung, was für die finale Nutzung und Verwertung essentiell ist.

Ergebnisse der im Projekt erarbeiteten KI-Methoden müssen von Entscheidern analysiert
werden können. Aus den Ergebnissen sollen darüber hinaus geeignete Maßnahmen abgeleitet
werden können. Beispiele sind Vorgaben oder Empfehlungen hinsichtlich dynamischen
Düngemanagements, Schutzzonenausweisung oder Wasseraufbereitung. Konkret können
Maßnahmengebiete (z.B. besonders gefčhrdete Gebiete mit geringem Nitratabbauvermögen
im Grundwasserleiter) ausgewiesen und priorisiert werden

Für die Erreichung dieser Ziele benötigen die Entscheider eine geeignete Entscheidungsun-
terstützung. Hier ist zwischen der reinen Visualisierung und der Methodik der Optimierung

Vision NiMo ».0 1075



zu unterscheiden. Die Visualisierung wird dabei meist über Webplattformen und Dashboards
gelöst. [Su1«] hat den Einsatz von Dashboards im Rahmen einer Smart City Anwendung
für die Integration verschiedener Sensordaten untersucht. In der Optimierung stehen hierbei
weitere Verfahren zur Verfügung, wie z.B. die Standortplanung der Messstellen oder die
Wissensfusion, die aus den erzielten Erkenntnissen Handlungsempfehlungen generieren.
Für die Ableitung von geeigneten Handlungsanweisungen ist sowohl die Modellierung der
Situation über Ontologien hilfreich, als auch die Schaffung von Simulationsmöglichkei-
ten für die Analyse verschiedener Szenarien. Ein Beispiel für die Aufgabe, verschiedene
Sensordatenquellen zu fusionieren und für die Entscheidungsunterstützung entsprechend zu
kombinieren, wird in „The sensor decision chain in crisis management“ von Moßgraber
beschrieben [Mo18]

8 Ausblick

Im Rahmen des Projekts Nitrat-Monitoring ».0 – Intelligente Systeme zur nachhaltigen
Reduzierung von Nitrat im Grundwasser (NiMo ».0) wird der Transfer von innovativen
Lösungsansčtzen von KI-Anwendungen im Grundwasser-Bereich von der universitčren
und institutionellen Forschung in die industrielle, anwendungsnahe Forschung und Praxis
vorangetrieben. Übergeordnetes Ziel ist eine verbesserte rčumliche und zeitliche Vorhersage
von Nitrat im Grundwasser und darauf aufbauende intelligente Entscheidungsunterstüt-
zungssysteme, welche z.B. durch Szenarienrechnungen zur Optimierung von Grundwasser-
schutzprogrammen und damit zur effizienten und nachhaltigen Nitrat-Reduzierung beitragen.
Die betrachteten Lösungsansčtze und Methoden werden anhand realer Daten aus zwei
wasserwirtschaftlich bedeutenden Pilotregionen entwickelt, demonstriert und validiert.
Diese weisen hinlčnglich große hydrogeologische Variabilitčt auf, um hieraus Aussagen
zur Allgemeingültigkeit und Übertragbarkeit der entwickelten Lösungen treffen zu können.
Um die resultierenden, wachsenden Echtzeit-Datenströme effizient überwachen zu können,
werden intelligente Monitoring-Algorithmen entwickelt, die beispielsweise automatisierte
Datenplausibilisierungen, Auffčlligkeitserkennung oder Frühwarnmechanismen realisieren.
Schließlich ermöglicht die rčumliche Vorhersage in Verbindung mit modernen Methoden
der Geostatistik und des Operations-Research auch Empfehlungen zur Messnetzoptimierung.
Final werden dabei diese Informationen auch an den Endanwender so vermittelt, dass dieser
damit agieren kann und so ein Beitrag für die Praxis geschaffen wird.
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