
Vorhersage von DNA-Bindungsstellen mit generativen,
diskriminativen und hybriden Lernverfahren

Jens Keilwagen

Abteilung Molekulare Genetik
Leibniz-Institut für Pflanzengenetik und Kulturpflanzenforschung (IPK) Gatersleben

Jens.Keilwagen@ipk-gatersleben.de

Abstract: Probabilistische Modelle werden heutzutage aufgrund ihrer Flexibilität in
vielen Bereichen zur Modellierung und Klassifikation von anfallenden Daten genutzt.
Von entscheidender Bedeutung ist neben der Wahl des entsprechenden Modells auch
die Wahl des Lernverfahrens, welches die Modellparameter aus gegebenen Daten in-
ferriert. Häufig wird dieser Aspekt völlig aus den Augen gelassen, obwohl er sehr viel
Potenzial birgt. In der vorgelegten Dissertation wird u.a. ein verallgemeinertes Lern-
verfahren vorgestellt und auf biologische Daten angewendet. Die objektorientierte und
quelloffene Implementierung ermöglicht eine Vielzahl weiterer Anwendungen und Er-
weiterungen.

1 Einführung

“Wir ertrinken in Informationen - aber wir hungern nach Wissen!”
(Rutherford D. Rogers, NY Times, 1988)

Im fortschreitenden Informationszeitalter mit der Erhebung von Massendaten auf allen
Ebenen der Wirtschaft, der Wissenschaft und des Lebens ist Rutherford D. Rogers Aussage
lebendiger und greifbarer denn je. Im Zeitalter großer Suchmaschinen, in denen Millionen
an Informationen nur einen Klick entfernt sind und historische als auch aktuelle Daten
neue Möglichkeiten eröffnen, bedarf es geeigneter, computergestützter Systeme, um dem
Nutzer ein Maximum an sinnvollen Informationen zu präsentieren und ihm damit den Weg
zum Wissen zu ebnen.

Gerade in den Wissenschaften stieg in den letzten Jahren der Bedarf der Datenauswer-
tungen durch die Entwicklung neuer Hochdurchsatzexperimente rasant an. Neben der Me-
dizin gehören vor allem die experimentellen Wissenschaften, wie Chemie, Physik und
Biologie zu den großen Datenproduzenten. Dabei ist neben der Speicherung und Visuali-
sierung dieser Daten besonders die Klassifikation und die Hypothesenbildung in den Fokus
der Forschung gerückt. Diese Aufgaben prägen das Forschungsgebiet des maschinellen
Lernens, dessen Vorhersagen einen entscheidenden Einfluss auf die weiteren Forschungs-
richtungen anderer Disziplinen haben.

Im Bereich der molekularen Genetik sind dabei vor allem Analysen von Bindungs-



stellen auf der DNA und ihrer Arbeitskopie der mRNA, die ein wichtiger Bestandteil
in der Regulation der Aktivität von Genen sind, in den Fokus des maschinellen Ler-
nen gerückt. Diese Analysen umfassen zum Beispiel die Erkennung von Transkriptions-
faktorbindungsstellen [KGR+03, BEFK03], Transkriptionstartstellen [SZR06, AVS09],
Donor- und Akzeptorspleißstellen [BK97, Sal97, YB04], Nukleosomenbindungsstel-
len [SFMC+06, PTF+07], miRNA-Bindungsstellen [LhSJR+03, MRS+09], und Insula-
torbindungsstellen [KAS+07].

In den Analysen werden dabei häufig probabilistische Modelle genutzt, um die gegebenen
Daten zu modellieren und später eine Klassifikation neuer Daten zu ermöglichen. Pro-
babilistische Modelle definieren dabei eine Menge von Annahmen, die sich als bedingte
statistische Unabhängigkeiten schreiben lassen. Die Leistungsfähigkeit eines probabiliti-
schen Modells hängt dabei jedoch nicht nur von diesen Annahmen sondern auch von den
Modellparametern ab, die aus den gegebenen Daten gelernt werden.

Für die Inferenz der Modellparameter werden unterschiedliche Lernverfahren genutzt, die
in verschiedene Kategorien aufgeteilt werden können. Lernverfahren, die die Modellpa-
rameter ausschließlich aus den gegebenen Daten bestimmen, nennt man nicht-bayesisch,
während man solche, die auch Vorwissen in Form einer A-Priori-Verteilung in die Bestim-
mung der Modellparameter eingehen lassen, als bayesisch bezeichnet.

Darüber hinaus kann man Lernverfahren auch anhand ihrer Zielfunktion unterscheiden.
Generative Lernverfahren zielen auf die exakte Repräsentation der Verteilung der Trai-
ningsdaten, während diskriminative Lernverfahren auf eine exakte Klassifikation der Trai-
ningsdaten zielen. Neben diesen beiden sich konträr gegenüberstehenden Lernverfahren
gibt es eine Reihe von hybriden Lernverfahren, die eine Interpolation zwischen den bei-
den Zuvorerwähnten ermöglichen.

In der vorgelegten Dissertation wurde ein vereinheitlichtes Lernverfahren vorgestellt, das
es ermöglicht, zwischen sechs etablierten Lernverfahren zu interpolieren – unter ihnen
bayesische, nicht-bayesische, generative, diskriminative und hybride. Für Anwendung die-
ses Lernverfahrens auf Markov Random Fields wurde zudem eine A-Priori-Verteilung her-
geleitet, die in Spezialfällen eine bekannte A-Priori-Verteilung einfacherer Modelle ist.
Auf Basis dieser theoretischen Arbeiten können nun probabilistische Modelle effizienter
für die Klassifikation unterschiedlicher Daten einschließlich biologischer Sequenzdaten
genutzt werden.

2 Parameterlernen probabilistischer Modelle

Probabilistische Modelle beschreiben eine Verteilung für einen Ereignisraum, in dem sie
jedem Ereignis eine Wahrscheinlichkeit zuordnen. Betrachten wir den Ereignisraum aller
Sequenzen x mit Label c, dann beschreibt ein solches Modell die Verteilung P (c, x|λ),
wobei die Modellparameter λ die Verteilung und damit die Wahrscheinlichkeit für jedes
Paar (c, x) spezifizieren.
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2.1 Lernverfahren

Für die Klassifikation neuer Daten ist die Wahl der Modellparameter und damit die Frage
“Wie erhält man gute Modellparameter?” entscheidend. In den letzten Jahren gab es ei-
ne Reihe von Neu- und Weiterentwicklungen auf diesem Forschungsgebiet. Im weiteren
beschränken wir uns auf sechs weit verbreitete Lernverfahren.

Vergleicht man die Zielfunktionen des nicht-bayesischen, generativen Maximum Like-
lihood (ML) Prinzips [Fis22], des bayesischen, generativen Maximum A-Posteriori (MAP)
Prinzips [Bis06], des nicht-bayesischen, diskriminativen Maximum Conditional Like-
lihood (MCL) Prinzips [WGR+02], des bayesischen, diskriminativen Maximum Super-
vised Posteriori (MSP) Prinzips [GKM+02], des nicht-bayesischen, hybriden Generative-
Discriminative Trade-Off (GDT) Prinzips [BT04] und des bayesischen, hybriden Penali-
zed Generative-Discriminative Trade-Off (PGDT) Prinzips [BT04], so stellt man fest, dass
drei Terme ausreichen, um diese Lernverfahren zu definieren:

1. die Conditional Likelihood P (c|x, λ) = P (c,x|λ)∑
c̃ P (c̃,x|λ) ,

2. die Likelihood P (c, x|λ), und

3. die A-Priori-Verteilung Q(λ|α).

Mit dem Ziel der Vereinigung und Verallgemeinerung dieser sechs Lernverfahren, schla-
gen wir ein verallgemeinertes generative-diskriminatives Lernverfahren vor, das die Mo-
dellparameter λ als Maximum des gewichteten Produkts der Terme Conditional Like-
lihood, Likelihood, and A-Priori-Verteilung bestimmt [?]. Die Zielfunktion des Lernver-
fahren lautet für einen Datensatz mit N Sequenzen

λ̂ = argmax
λ

[
β0

[
N∑

n=1

log P (cn|xn, λ)

]
+ β1

[
N∑

n=1

log P (cn, xn|λ)

]
+ β2 log Q(λ|α)

]

mit den Wichtungsfaktoren β := (β0, β1, β2) , β0, β1, β2 ∈ [0, 1], und β0 + β1 + β2 =
1. Wir erhalten die sechs etablierten Lernverfahren als Spezialfälle wie in Abbildung 1
dargestellt.

2.2 A-Priori Verteilung für Markov Random Fields

Die vorgestellten Lernverfahren lassen sich grundsätzlich auf alle probabilitischen Model-
le anwenden. Eine Klasse von probabilitischen Modellen, die sehr flexibel ist und sich da-
her zum Beispiel hervorragend für die Klassifikation von Spleißstellen eignet, sind Markov
Random Fields [YB04]. Viele einfachere Modelle wie inhomogene [Sal97] und permutier-
te [EYSJ02] Markov Modelle gehören zu der Klasse der Markov Random Fields. Während
es für diese Modelle eine gut interpretierbare und weit verbreitete A-Priori-Verteilung gibt,
fehlte eine vergleichbare Verteilung für Markov Random Fields.
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Abbildung 1: Zweidimensionale Projektion des durch die Wichtungsfaktoren β aufge-
spannten Simplexes des verallgemeinerten generative-diskriminativen Lernverfahrens. Die
Punkte (0, 1), (0, 0.5), (1, 0), and (0.5, 0) korrespondieren mit den ML, MAP, MCL, und
MSP Prinzipien, während die Geraden β1 = 1 − β0 und β1 = 0.5 − β0 dem GDT und
dem PGDT Prinzip entsprechen.

Um die Ergebnisse von Markov Random Fields mit denen von einfacheren Modellen
vergleichbar zu machen, nutzen wir das gleiche Lernverfahren. Dies war im Falle von
bayesischen Lernverfahren so nicht möglich, da eine vergleichbare und allgemeine A-
Priori-Verteilung für Markov Random Fields fehlte. Die Herleitung einer entsprechenden
A-Priori-Verteilung [?] ermöglicht eine verbesserte Analyse der Modellannahme und er-
laubt damit fundierte Aussagen über die zu analysierenden Daten.

Abbildung 2 zeigt die A-Priori-Verteilung für einen und zwei freie Parameter. Untersucht
man die hergeleitetete Verteilung für einen freien Parameter, so stellen wir fest, dass sie
sich am Maximum ähnlich einer Gauß- und in den Schwänzen ähnlich einer Laplacever-
teilung verhält. Für zwei freie Parameter erhalten wir bereits eine unsymmetrische Vertei-
lung, die weder mit einer mehrdimensionalen Gauß- noch mit einer mehrdimensionalen
Laplaceverteilung vergleichbar ist.

Um eine zügige Analyse von Sequenzdaten zu ermöglichen, haben wir die Komponen-
ten probabilitische Modelle, Lernverfahren und A-Priori-Verteilung objektorientiert in
der quelloffenen Softwarebibliothek Jstacs [KGG+08] implementiert. Dadurch können
zum einen praktische Problemstellungen wie Klassifikations- oder Modellierungsaufga-
ben rasch umgesetzt werden. Andererseits erlaubt es das schnelle Implementieren und
Testen neuer Komponenten, seien es Modelle, Lernverfahren oder A-Priori-Verteilungen.

3 Probabilistische Modelle in der Bioinformatik

Nachdem wir im letzten Kapitel vor allem theoretische Aspekte angesprochen haben, wer-
den wir uns in diesem Kapitel drei praktischen Anwendungen probabilistischer Modelle
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Abbildung 2: Visualisierung der A-Priori-Verteilung für einen und zwei freie Parameter.
In linken Abbildung werden neben der hergeleiteten Verteilung auch der Gauß- und La-
placeverteilung gepunktet bzw. gestrichelt dargestellt.

in der Bioinformatik widmen.

3.1 Transkriptionsfaktorbindungsstellenerkennung

Die Vorhersage von Transkriptionsfaktorbindungsstellen basierend auf einer Menge
ähnlicher Bindungsstellen ist eine zentrale Aufgabe, um unser Verständnis der Genregula-
tion zu verbessern. Zur Lösung dieser Aufgabe werden Modelle unter Verwendung bereits
publizierter Bindungsstellen gebildet, die anschließend zur Klassifikation und damit Vor-
hersage neuer Bindungsstellen genutzt werden können.

Traditionell wird dabei auf generativ gelernte probabilistische Modelle zurückgegriffen.
Basierend auf den Ausführungen im letzten Kapitel, können wir das generative Lern-
verfahren durch das verallgemeinerte generative-diskriminative Lernverfahren austau-
schen [?]. Abbildung 3 zeigt die gemittelten Ergebnisse eines 1.000-fachen Hold-out Ex-
periments für die Transkriptionsfaktorenfamilien AR/GR/PR und NF-κB projeziert auf
den Simplex der Wichtungsfaktoren β (vgl. Abb. 1). Wir finden die besten Ergebnisse im
Innerern des Simplexes, was darauf hindeutet, dass ein hybrides Lernverfahren am besten
funktioniert.

Vergleichen wir das jeweils beste Ergebnis mit den entsprechenden Ergebnissen für die
traditionell verwendeten ML und MAP Prinzipien, dann finden wir eine signifikante Ver-
besserung der Güte. Diese Beobachtung deutet darauf hin, dass neben der Wahl des Mo-
dells auch die Wahl des Lernverfahren einen entscheidenden Einfluss auf die Güte der
Vorhersage hat.
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Abbildung 3: Gemittelte auc-PR für die Transkriptionsfaktorbindungsstellendatensatz
AR/GR/PR und NF-κB basierend auf einem 1.000-fachen Hold-out Experiment unter
Nutzung des verallgemeinerten generative-diskriminative Lernverfahrens. Helle Bereiche
entlang der Winkelhalbierenden zeigen gute Resultate, während dunkle Bereiche auf den
Achsen weniger gute Resultate visualisieren. Die Konturlinien symbolisieren Vielfache
des Standardfehlers des besten Ergebnisses.

3.2 Erkennung von Annotationsfehlern in biologischen Datenbanken

Aufgrund der rasant zunehmenden Zahl von biologischen Experimenten und dem da-
mit verbundenen Erkenntnisgewinn ist die persistente Speicherung der Ergebnisse nicht
mehr wegzudenken. Insbesondere die Speicherung und Nutzung von annotierten Tran-
skriptionsfaktorbindungsstellen hat in den letzten Jahren einen neuen Markt für IT-Firmen
eröffnet [WDKK96].

Datenbanken wie TRANSFAC beziehen dabei ihren Inhalt aus Veröffentlichungen ande-
rer Wissenschaftler. Sogenannte Annotatoren lesen die entsprechenden Veröffentlichungen
und fügen die Transkriptionsfaktorbindungsstellen in die Datenbanken ein. Dieser Vor-
gang birgt Risiken, da sich an unterschiedlichen Stellen Fehler einschleichen können, zum
einen während der Veröffentlichung und zum anderen während der Integration in die Da-
tenbanken. Typische Annotationsfehler sind Verschiebungen von Bindungsstellen, falsche
oder fehlende Annotation des Doppelstrangs und zusätzliche Annotation von Bindungs-
stellen.

Zur Identifikation solcher Annotationsfehler analysierten wir die sieben größten Da-
tensätze der frei verfügbaren Datenbank CoryneRegNet [BWKT09] unter Nutzung eines
generativ gelernten probabilistischen Modells, das wir MotifAdjuster nennen [?].

Wir fanden in diesen sieben Datensätzen, dass mehr als ein Drittel der Daten für eine be-
deutende Korrektur vorgeschlagen wurden. Vergleicht man die Sequenzlogos der sieben
Datensätze vor und nach der von MotifAdjuster vorgeschlagenen Korrektur, so finden wir
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Abbildung 4: Sequenzlogos für Bindungsstellen des Transkriptionsfaktors NarL. Die Ab-
bildung (a) zeigt das Sequenzlogo basierend auf den annotierten Bindestellen der Daten-
bank, während Abbildung (b) das Sequenzlogo nach der Korrektur durch MotifAdjuster
zeigt. Die Größe der Nukleotide symbolisiert den Grad der Konserviertheit. Wir finden
daher eine deutlich bessere Übereinstimmung des rechten Sequenzlogos mit der in der
Literatur erwähnten Konsensussequenz TACYYMT.

eine deutliche bessere Übereinstimmung mit den aus der Literatur bekannten Konsensus-
sequenzen. Beispielhaft zeigt die Abbildung 4 die Sequenzlogos der Bindungsstellen des
Transkriptionsfaktors NarL vor und nach der Korrektur.

Bei genauerer Untersuchung der vorgeschlagenen Korrekturen für den NarL Datensatz,
finden wir zwei Bindungsstellen, die laut MotifAdjuster entfernt werden sollten, und elf,
die verschoben werden sollten. Vergleicht man diese Vorhersagen mit den Angaben in
der Originalliteratur, um die Güte von MotifAdjuster zu bestimmen, dann finden wir in
zwölf von dreizehn der fraglichen Bindungsstellen eine Bestätigung der Vorhersage. Nur
in einem Fall unterscheidet sich die Vorhersage von der Angabe in der Literatur. Bei ein-
gehendem Studium der Literatur stellt man fest, dass diese Bindungsstelle noch kontrovers
diskutiert wird.

Zusammenfassend stellen wir fest, dass die computergestützte Vorhersage von Annotati-
onsfehlern in Datenbanken mittels generativ gelernter probabilistischer Modelle sinnvoll
ist und tatsächlich auftretende Fehler findet.

3.3 Diskriminative de-novo Motiverkennung

Neben der Vorhersage neuer Bindungsstellen, die bereits annotierten Bindestellen ähneln,
ist die de-novo Vorhersage von Bindungsstellen, d.h. die Vorhersage ohne bekannte Be-
schreibung der Bindungsstellen, in vielen Fragestellungen von großem Interesse. Viele
biologische Experimente erlauben es, die Region der Bindung des Proteins an die DNA
einzugrenzen, aber die Bindungsstelle nicht exakt zu lokalisieren. Aus diesem Grund wer-
den probabilistische Modelle genutzt, um die Bindungsstellen weiter einzugrenzen.

In den letzten Jahren wurden in diesem Bereich viele neue Verfahren vorgestellt. Zwei Er-
weiterungen haben sich dabei als besonders vorteilhaft herausgestellt. Zum einen konnte
gezeigt werden, dass Programme, die einen diskriminativen Lernverfahren nutzen, häufig

Jens Keilwagen 137



A-GLAM DEME DME Gibbs
Sampler

Improbizer MEME Weeder Dispom

wohlwollend 4 4 0 0 4 2 6 9
strikt 3 0 0 0 2 1 0 9

Tabelle 1: Motiverkennungsresultate für acht Programme und zwei Auswertestrategien.
Jede Zeile zeigt die Anzahl der Datensätze, auf denen die Programme jeweils erfolgreich
waren.

bessere Resultate liefern als die Programme, die ein generatives Lernverfahren verwenden.
Der zusätzliche Kontrolldatensatz, der für die Nutzung eines diskriminativen Lernverfah-
ren notwendig ist, ermöglicht es, zuällig auftretende Teilsequenzen zu ignorieren.

Zum anderen erwies sich die Nutzung einer Positionsverteilung für die Bindungsstellen
als sinnvoller zusätzlicher Modellierungsansatz, da Bindungsstellen aufgrund ihrer Funk-
tionalität häufig in der Nähe weiterer Signale auftreten.

Interessanterweise gibt es bisher noch keinen Ansatz der beide Erweiterungen kombiniert.
Aus diesem Grund haben wir Dispom, ein diskriminatives Motivsucheprogramm entwi-
ckelt, das zusätzlich eine Positionsverteilung der Bindungsstellen aus den Daten lernt [?].
Um die Güte dieses Programm mit bereits existierenden Programmen zu vergleichen, ha-
ben wir Dispom zusammen mit sieben häufig genutzten Programmen in verschiedenen
Szenarien getestet. Diese Programme umfassen Ansätze mit probabilistischen Modellen,
die sowohl generativ als auch diskriminativ gelernt werden. Einige diese Programme nut-
zen sogar eine Positionsverteilung für die Bindungsstellen.

Bei unserem Vergleich stellten wir fest, dass viele Programme unter vereinfachten Annah-
men wesentlich besser funktionierten als unter realeren Annahmen. Besonders deutlich
zeigt sich der Unterschied zwischen den Programmen, wenn die Länge der Bindungs-
stellen a-priori unbekannt ist. Tabelle 1 zeigt die Resultate der acht Programme für neun
verschiedene Datensätze und zwei verschiedene Auswertungsstrategien. In beiden Fällen
schneidet Dispom deutlich besser ab als die existierenden Programme.

Nach diesem eindeutigen Vergleich nutzten wir Dispom für die Erkennung von au-
xinabhängigen Transkriptionsfaktorbindungsstellen. Obwohl Auxin eines der wichtigsten
Pflanzenhormone ist, versteht man die Bindung von auxinabhängigen Transkriptionsfaktor
an die DNA nur teilweise und die Bindungsstellen werden durch eine wenig spezifischen
Konsensussequenz beschrieben. Mit Dispom waren wir in der Lage ein spezifisches DNA-
Bindungsmotiv zu finden, welches zudem eine hohe Positionsabhängigkeit aufweist.

Diese Ergebnisse verdeutlichen, dass die Kombination eines geeigneten Lernverfahrens
und eines passenden probabilistischen Modells entscheidend für die Güte eines Pro-
gramms ist.
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4 Zusammenfassung

Probabilistische Modelle werden in vielen Bereichen für Datenmodellierung und Klas-
sifikation eingesetzt. Neben der Wahl des Modells ist vor allem die Wahl des Lernver-
fahren kritisch, da es die Modellparameter bestimmt und damit die Güte des Modell di-
rekt beeinflusst. In der vorgelegten Dissertation konnte ein neues Lernverfahren entwickelt
werden, das einen theoretischen Rahmen für sechs bisher eher lose verbundene Lernver-
fahren geschaffen und eine neue Sichtweise eröffnet hat. Durch die Nutzung dieser ge-
nerativen, diskriminativen und hybriden Lernverfahren konnte die Erkennung von DNA-
Bindungsstellen in einer Reihe von Anwendungen signifikant verbessert.

Die im Zusammenhang mit der Dissertation erstellte quelloffene und objektorientier-
te Softwarebibliothek ermöglicht das einfache Kombinieren verschiedener Modelle und
Lernverfahren. Zudem erlaubt es die rasche Umsetzung neuer Modelle und Lernverfahren
und bildet damit die Grundlage für viele weitere Anwendungs- und Forschungsprojekte
auch außerhalb der Bioinformatik.
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