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Abstract: Rechenintensive numerische Anwendungen miissen oft parallel auf Mul-
tiprozessorsystemen ausgefiihrt werden, um akzeptable Laufzeiten zu erzielen. Ein
besonders wirtschaftlicher Ansatz hierbei ist die Nutzung preisgiinstiger Grafikkarten
(GPU, Graphics Processing Units), die eine grofie Zahl von Prozessoren enthalten. Aus
diversen Griinden konnen i.d.R. aber nicht alle Funktionen auf der GPU ausgefiihrt
werden, d.h. eine Anwendung muf teilweise auf der CPU und GPU ausgefiihrt wer-
den. Softwaretechnisch resultieren hieraus zwei Probleme: erstens sind die Program-
miersprachen und Entwicklungsmethoden fiir GPUs deutlich verschieden von denen
von Allzweckprozessoren; moderne modellbasierte Entwicklungsmethoden sind kaum
verfiigbar. Zweitens ist fiir die Kooperationen der beiden Teile einer Anwendung in er-
heblichem Umfang Code zu implementieren.

In diesem Papier stellen wir eine Losung beider Probleme vor. Zunichst analysie-
ren wir, welche Teilaufgaben bei der Implementierung von GPU-unterstiitzten Appli-
kationen durch modellbasierte Entwicklungsmethoden und -Werkzeuge sinnvoll auto-
matisiert werden konnen, um die Arbeitseffizienz und Korrektheit des Codes zu stei-
gern. Sodann beschreiben wir ein auf dem Eclipse Modeling Framework basierendes
Generatorsystem, das diese Implementierungsaufgaben automatisiert. Abschlieend
beschreiben wir an konkreten Beispielen, in welchem Umfang Code generiert werden
konnte und welche Ausfiihrungszeiten erzielt wurden.

1 Einleitung und Ubersicht

Durch die stetig gestiegene Leistungsfihigkeit von Grafikkarten (GPU, Graphics Pro-
cessing Units) steht inzwischen eine im Vergleich zu klassischen Rechnerclustern sehr
preisgiinstige Hardware zur Verfiigung, die immer mehr rechenintensiven numerischen
Anwendungen eine enorme Rechenleistung zur Verfiigung stellen kann.

Unter dem Schlagwort “General-Purpose Computing on GPU” (GPGPU) [HA11] wurden
in letzter Zeit diverse Ansitze vorgestellt, die Rechenleistung von GPUs fiir “allgemeine”
Anwendungen auflerhalb der Computergraphik verfiigbar zu machen. Allgemeine Anwen-
dungen durch eine GPU zu unterstiitzen ist nur unter folgenden Annahmen sinnvoll: Die
Anwendung hat ohne spezielle Hardwareunterstiitzung schlechte Laufzeiten, und diese
Laufzeiten gehen i.w. auf rechenintensive, meist numerische Teilfunktionen zuriick, die
gut parallelisierbar sind. Von diesen Annahmen gehen wir i.F. aus.
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Die bisherigen Ansétze zur Unterstiitzung des GPGPU sind iiberwiegend sprachorientiert;
sie erweitern die Programmiersprachen fiir GPUs in Richtung abstrakterer Konstrukte.
Bisher kaum verfolgt wurde der naheliegende Gedanke, fiir die Entwicklung dieser Appli-
kationen modellbasierte Technologien einzusetzen.

Ausgehend von den grundlegenden Merkmalen GPU-unterstiitzter, allgemeiner Applika-
tionen (Abschnitt 2) analysieren wir in Abschnitt 3 zunéchst, wie modellbasierte Tech-
nologien bei dieser Klasse von Applikationen einsetzbar sein kdnnen, wo potentiell Ent-
wicklungsarbeit eingespart werden kann und welche Randbedingungen zu beachten sind.
In Abschnitt 4 stellen wir ein Generatorsystem vor, das gemil3 diesen Voriiberlegungen
arbeitet. Dieses Generatorsystem wurde in mehreren Konstellationen erprobt. Die dies-
beziiglichen - teilweise negativen - Erfahrungen werden in Abschnitt 5 dargestellt und
analysiert. Ferner wird ein daraus abgeleiteter Losungsansatz skizziert. In Abschnitt 6 be-
trachten wir verwandte Losungsansitze fiir die hier adressierte, softwaretechnische Pro-
blemstellung.

2 Merkmale GPU-unterstiitzter allgemeiner Applikationen

Allgemeine Applikationen, die man sinnvoll durch GPUs unterstiitzen kann, wurden schon
oben grob charakterisiert. In diesem Abschnitt untersuchen wir die Randbedingungen ge-
nauer, die sich aus der Hardware und den jeweiligen Entwicklungsmethoden ergeben.

GPU-Rechenkerne haben einen sehr eingeschrinkten Befehlssatz, weswegen diese Pro-
zessoren fiir viele Aufgaben, z.B. Zeichenkettenverarbeitung, wenig attraktiv sind. Ferner
ist von der GPU aus kein Zugriff auf Speichermedien, Kommunikationsschnittstellen usw.
moglich. Aus diesen beiden und weiteren Griinden ist generell davon auszugehen, daf3 die
Anwendungen teilweise auf der CPU laufen miissen und nur die rechenintensiven Teil-
funktionen auf die GPU verlagert werden. Softwaretechnisch resultieren hieraus mehrere
Probleme.

Die Daten, mit denen eine Applikationen arbeitet, stehen zunédchst nur im Hauptspeicher
bereit, nachdem sie z.B. von Speichermedien eingelesen oder interaktiv erfa3t worden
sind. Diese Art von Daten bezeichnen wir i.F. als primére Daten. Vom Hauptspeicher aus
miissen die benotigten Daten auf den Speicher der GPU iibertragen werden. Allerdings ist
i.d.R. nur eine Teilmenge der priméren Daten fiir die Rechenfunktionen relevant, die wir
als sekundire Daten bezeichnen. Nur diese Teilmenge sollte iibertragen werden. Nach
Beendigung der Berechnungen auf der GPU miissen Ergebnisse bzw. modifizierte Daten
wieder in den Hauptspeicher zuriickiibertragen und in die priméren Daten integriert wer-
den. Fiir diese reinen Datentransfers in beide Richtungen muf} in erheblichem Umfang
Code entwickelt werden.

Die beiden Datentransfers kosten natiirlich Zeit, die den Performance-Gewinn durch die
GPU reduziert, und miissen daher optimiert werden. Da jeder einzelne Datentransfer we-
gen der Benutzung des (PCI-) Busses einen merklichen Grundaufwand verursacht, ist eine
groBBe Anzahl von kleinen Einzeltransfers unbedingt zu vermeiden, d.h. die Gesamtmenge
der sekundiren Daten muf} geblockt iibertragen werden. Hierzu ist eine geeignete Puffer-
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verwaltung zu implementieren.

Ein weiteres Problem besteht in den Programmiersprachen und Entwicklungsmethoden fiir
GPUs; diese sind deutlich verschieden von denen fiir Allzweckprozessoren [Sil1]. Bei der
klassischen Nutzung von GPUs zur Bildgenerierung hat die hochstmogliche Effizienz von
Algorithmen absoluten Vorrang; daher sind die inzwischen verbreiteten modellgestiitzten
Verfahren, bei denen Code generiert, also nicht von Hand optimiert wird, noch sehr unter-
entwickelt (s. Abschnitt 6). Letztlich werden hier Spezialsprachen genutzt; ein Beispiel ist
CUDA [CUDI12], das i.w. eine Erweiterung von C ist. Die CPU-seitigen und GPU-seitigen
Teile der Applikationen werden daher in unterschiedlichen Sprachen programmiert, insb.
wenn eine bereits existierende, modellbasiert entwickelte Applikation z.B. in Java oder
C++ geschrieben ist und nachtriglich durch eine GPU beschleunigt werden soll. Sofern
die Typsysteme der involvierten Sprachen verschieden sind, miissen die involvierten Da-
ten konvertiert werden, naheliegenderweise im Rahmen der Berechnung der sekundiren
Daten bzw. der Riickintegration der Rechenergebnisse.

Zusammengefa3t kann man eine GPU-unterstiitzte Applikation bzgl. der Datentransporte
und Typkonversionen als ein heterogenes verteiltes System ansehen.

3 Modellbasierter Entwicklungsansatz
3.1 Analyse schematisch aufgebauter Laufzeitkomponenten

Im vorigen Abschnitt wurden grundsitzliche Randbedingungen, die sich durch die Hard-
warestrukturen ergeben, geklirt und daher notwendige Funktionen zum Transport und ggf.
der Konversion von Daten identifiziert. Abbildung 1 stellt die in diesem Kontext relevan-
ten Laufzeitkomponenten dar. Fiir die auf dem Host (CPU) und dem Device (GPU) ab-
laufenden Programmteile existieren jeweils eigene Typdefinitionen. I.d.R. liegt hier ein
Paradigmenwechsel von objektorientierten Sprachen seitens der CPU und der prozedura-
len Programmierung auf der GPU vor. Eine Datentransportschicht iibernimmt klassische
Funktionen einer Middleware fiir heterogene verteilte Systeme, so z.B. die Verwaltung so-
wie das Marshalling und Unmarshalling der zwischen Host und Device zu iibertragenden
Objekte.

Die Implementierung der bendtigten Typdefinitionen, Transport- und Konversionsfunk-
tionen enthilt i.d.R. einen hohen Anteil schematischen Programmcodes. Es liegt daher
nahe, die entsprechenden Systemteile aus einer abstrakteren Spezifikation, in Abbildung 1
als Applikationsdatenmodell bezeichnet, zu generieren, worauf wir uns i.F. konzentrieren.
Zustandsmodelle oder andere Modelltypen, mit denen Algorithmen spezifiziert werden
konnen, betrachten wir hier nicht.

Wie schon erwihnt unterstellen wir, dafl die CPU-seitigen Systemteile in objektorientier-
ten Sprachen entwickelt werden. Entsprechende Codegeneratoren, welche hier ein mo-
dellbasiertes Vorgehen ermoglichen, sind fiir verschiedenste Modellierungsframeworks
(bspw. EMF [EMF12]) und objektorientierte Zielsprachen (bspw. Java oder C++) bereits
verfiigbar und seit einigen Jahren erfolgreich im produktiven Einsatz. Weniger verbreitet
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Abbildung 1: Aus Applikationsdatenmodell generierbare Laufzeitkomponenten

ist die Umsetzung objektorientierter Datenmodelle in Datenstrukturen rein prozeduraler
Sprachen wie C, welche zur Programmierung auf GPUs zum Einsatz kommen. Eine kom-
plette Liicke besteht hinsichtlich der Generierung von Transportfunktionen zwischen Host
und Device. Beide Defizite werden in dieser Arbeit adressiert und sind in Abbildung 1
entsprechend griin markiert.

3.2 Entwurfsentscheidungen bei der Codegenerierung

Zur Abbildung objektorientierter Datenmodelle auf nicht-objektorientierte Sprachkonzep-
te existieren verschiedene Standardverfahren. Ein vorrangiges Ziel unseres Ansatzes ist
die Steigerung der Entwicklungseffizienz. Objektorientierte Konzepte sollen daher auch
auf der Deviceseite auf einem moglichst hohen Abstraktionsniveau umgesetzt werden, um
eine komfortable Entwicklung der Kernel-Funktionen zu ermoglichen und dem Entwickler
hierbei die Illusion des objektorientierten Paradigma zu vermitteln.

Entitédtstypen des Datenmodells sollen daher auf Recorddefinitionen abgebildet werden.
Attribute elementarer Typen werden auf Recordfelder abgebildet, ferner sollen Zugriffs-
methoden zum Lesen und Setzen von Attributwerten generiert werden. Objektreferenzen
sollen durch Zeiger représentiert werden, um so auch auf der Deviceseite eine Navigation
auf “Objektnetzwerken” zu ermoglichen.

Aus dieser Entwurfsentscheidung resultieren die wesentlichen Anforderungen an die Da-
tentransportschicht, welche ebenfalls generiert werden soll (vgl. Abbildung 1); da Haupt-
und Grafikprozessor auf unterschiedlichen Speichern arbeiten, konnen hostseitige Zeiger
nicht eins zu eins auf das Device kopiert werden. Es muss zundchst ermittelt werden, an
welcher Adresse im Grafikspeicher der korrespondierende Record liegt. Das Adressmana-
gement sollte wie auch das notwendige Marshalling und Unmarshalling der Host-Objekte
entsprechend gekapselt werden.
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4 Referenzimplementierung
4.1 Zielplattform

In unserer Referenzimplementierung setzen wir C++ als objektorientierte Sprache auf dem
Host ein. Deviceseitig wird Grafikkartenhardware von Nvidia eingesetzt, die NVIDIA Ge-
Force GTX 460. Nvidia Grafikkarten lassen sich iiber die proprietdre Programmierschnitt-
stelle Compute Unified Device Architecture (CUDA) [CUDI12] ansprechen, welche auf
der Programmiersprache C basiert. Zur Implementierung von Funktionen, welche auf der
Grafikkarte gerechnet werden sollen, stellt die CUDA-API sog. Kernel bereit, welchen
feingranular die verfiigbaren Ressourcen der Grafikprozessoren zugeteilt werden konnen.
Ein CUDA-Kernel arbeitet auf Daten, welche sich im Speicher der GPU befinden. Fiir
den notwendigen Datentransfer zwischen Host und Device werden durch die CUDA-API
rudimentire Basisfunktionen zur Allokation von Speicher auf der GPU und dem Kopieren
von Speicherbereichen zwischen Host und GPU (und umgekehrt) bereitgestellt.

4.2 Framework

Abbildung 2 stellt die Umsetzung der in Abschnitt 1 skizzierten Laufzeitkomponenten auf
der gewihlten Zielplattform dar. Griin gefirbte Funktionsblocke interagieren mit der GPU
bzw. laufen direkt auf der GPU ab. Dazu gehoren GPU-seitige Datenstrukturen (in Abbil-
dung 2 rechts unten), die darauf arbeitende Kernel-Logik (rechts oben) sowie der CUDA-
Connector, welcher Datentransfers und Kernelaufrufe durchfiihrt und koordiniert. Pfeile,
welche einzelne Funktionsblocke verbinden, stellen Funktionsaufrufe und Beziehungen
dar. Schwarze Pfeile repréisentieren eine Interaktion, die lediglich hostseitig abliuft.

Zentrale Komponente des Frameworks ist der CUDA-Connector, welcher als Bindeglied
zwischen Host- und Deviceseite fungiert. Hier werden die zu kopierenden Objekte ver-
waltet und Speicher- bzw. Pufferplatz reserviert. Simtliche CUDA-Aufrufe sind in dieser
Komponente gekapselt. Dem Programmierer werden zudem Funktionen bereitgestellt, um
Datentransfers zu initiieren und einen Kernel-Aufruf anzustolen. Ein Kernel-Aufruf wird
durch den CUDA-Connector transparent um technisch notwendige Parameter, so z.B. An-
gaben zur Speicheradressumsetzung zwischen Host und Device, angereichert. Aus Sicht
der Host-seitigen Applikationslogik (oben links) dhnelt ein Kernel-Aufruf syntaktisch da-
mit einem reguldren Funktionsaufruf der Applikationslogik auf dem Device (oben rechts),
was durch den gestrichelt angedeuteten Funktionsaufruf “kernel call” dargestellt wird.

Wihrend der CUDA-Connector in erster Linie fiir die Speicherverwaltung zustindig ist,
wird das eigentliche Marshalling und Unmarshalling direkt an die Host-Objekte delegiert.
Marshalling- und Unmarshalling-Algorithmen werden als Instanzmethoden der entspre-
chenden C++-Klassen, welche die Typdefinitionen auf der CPU-Seite darstellen (unten
links), generiert.

Auf der Deviceseite werden die objektorientierten Typdefinitionen gemél Abschnitt 3.2
auf C-Datenstrukturen abgebildet. Fiir die Entwicklung der Applikationslogik stehen ge-
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Abbildung 2: CUDA Connector als Schnittstelle zwischen Host und Device

nerierte Zugriffsfunktionen zur Verfiigung, um die iibertragenen “Objekte” im Speicher
der GPU zu lokalisieren. Der Zugriff erfolgt hier iiber einen primitiven Schliisselwert,
welcher die Position in der Reihenfolge représentiert, in welcher die iibertragenen Objek-
te in den CUDA-Connector geschrieben wurden. Ferner werden Funktionen zum Lesen
und Setzen der Datenstruktur-Felder generiert; die Navigation iiber “Objektnetzwerke”
geschieht zeigerbasiert.

4.3 Entwicklungsumgebung

Die realisierte Entwicklungsumgebung ist vollstindig in die Eclipse IDE eingebettet. Da-
tenmodelle der zu entwickelnden GPU-Applikationen werden mittels EMF-Ecore spezifi-
ziert.

Sowohl der hostseitige als auch der deviceseitige Quellcode wird mittels Java Emitter
Templates (JET) generiert.

Zur Erstellung eines CUDA-Projekts in der Eclipse IDE wird ein Projekt-Wizard bereit-
gestellt. Neben der Auswahl des Ecore-Modells sind lokale CUDA-Pfade und ein Pro-
jektname anzugeben (s. Abbildung 3). Wurde der Wizard erfolgreich ausgefiihrt, so fin-
det man im Eclipse Workspace ein generiertes CUDA-Projekt vor. Generierte Programm-
komponenten (host- und deviceseitige Typdefinitionen sowie der CUDA-Connector als
Implementierung der Datentransportschicht) sind in dem erstellten Projekt bereits vorhan-
den. Ebenso Fragmente, welche die Entwicklung noch komfortabler gestalten, so z.B. ein
Grundgeriist fiir die Main-Funktion und Implementierungsrahmen fiir Kernel-Funktionen.
Der Entwickler kann sich somit ausschlieBlich auf die Implementierung der Applikations-
logik konzentrieren.
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Abbildung 3: Eclipse Projekt-Wizard zur Erstellung eines CUDA-Projekts

4.4 Anschauungsbeispiel

Das folgende Anschauungsbeispiel soll zeigen, welche Artefakte auf Basis eines Appli-
kationsdatenmodells generiert werden und wie der Entwickler diese zur Losung seines
Problems nutzen kann. Abbildung 4 zeigt das verwendete Datenmodell zur Losung des
Traveling Salesman Problems.

H city

= name : Elnt

1
ways destination

0.

H way
O cost @ Elnt

Abbildung 4: TSP Datenmodell

Generierte Programmfragmente

Eine Auswahl der generierten Artefakte ist in den Abbildungen 5, 6 und 7 zu sehen. Zur
Darstellung nutzen wir UML-Klassendiagramme. Logische Gruppierungen einzelner Ar-
tefakte werden durch Pakete vorgenommen. Ferner nutzen wir zu Dokumentationszwe-
cken Stereotypen, deren Bedeutung aus dem jeweiligen Kontext hervorgeht. Aus Platz-
griinden sind jeweils lediglich die wichtigsten Funktionen dargestellt.
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] Data Model

Host

Way

Gty

-sResult: bool

-m_cost: int

-m_destination: vector <City >
-deviceAddr: Way_struct
-hostToDevice: HostToDeviceManager

-sResult: bool

-m_name: int

-m_ways: vector <Way>
-deviceAddr: City_struct
-hostToDevice: HostToDeviceManager

<<eate=>-Way()

<<destroy>>-Way()

+oost(): int

+destination{Index: unsigned int): City
+getdestinationSize(): unsigned int
+getDeviceAddr(): Way_struct
+setDeviceAddr{deviceAddr: Way_struct): void
+copyToDevice(host_buffer: Way_struct): void
+copyToHost(host_buffer: Way_struct): void

<<aeate>=-City()

<<destroy>=-City()

+name(): int

+ways(Index: unsigned int): Way
+getwaysSize(): unsigned int
+Resizeways(MNewSize: unsigned int): void
+getDeviceAddr{): City_struct
+setDeviceAddr(deviceAddr: City_struct): void
+copyToDevice(host_buffer: City_struct): void

+copyToHost(host_buffer: City_struct): void

Device
<<CppStruct>> <<CppStruct>>
Way_struct City_struct
+oost: int +name; int
+destination: City_struct +ways: Way_struct
+ways_Size: unsigned int

Abbildung 5: Generierte Typdefinitionen

Abbildung 5 zeigt die generierten Typdefinitionen fiir Host (oben) und Device (unten).
Besonders relevante Methoden der hostseitigen C++-Klassen sind copyToDevice bzw.
copyToHost. Diese dienen dem Marshalling und Unmarshalling. Aus Abbildung 5 nicht
ersichtlich sind die konkreten Deklarationen der deviceseitigen Felder “destination” und
“ways”’; destination ist aufgrund der Kardinalitédt 1 im Applikationsdatenmodell (vgl. Ab-
bildung 4) als einfacher Pointer (City_struct* destination)umgesetzt, wihrend
ways als dynamischer Array (Way_struct+x ways) umgesetzt ist, dessen Gréfe durch
das Feld ways_Size angegeben wird.

Abbildung 6 zeigt generierte Hilfsfunktionen, welche bei der Entwicklung der Applika-
tionslogik genutzt werden konnen. Hostseitig wird eine Main-Funktion generiert, die be-
reits ein Grundgeriist fiir das Programm enthilt. Daneben gibt es noch eine Datei namens
Global, in welcher u.A. der Debug-Modus ein- bzw. ausgeschaltet werden kann. Auf der
Deviceseite existieren neben einem Kernel-Grundgeriist auch “Getter” und “Setter”, mit
deren Hilfe auf konkrete Strukturen zugegriffen werden kann.

Abbildung 7 zeigt die wichtigsten Klassen der Datentransportschicht zwischen Host und
Device. Besonders wichtig sind hier die im CUDA-Connector implementierten Stream-
Operatoren. Diese legen fest, welche Objekte auf das Device zu kopieren sind. Die Erzeu-
gung von Objekten auf der GPU wird nicht unterstiitzt.
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| Application Logic
Host
< <CppSource > < <CppSource > |
Main Global <<CppSource >
+BlocksInGrid: int +DebugOutput: bool Exceptions
#ThreadsPerlock: nt +chedkCUDAError(Identifier: string): void

+main(): int

Device

<<CUDASource ==
Kernel

+Citys: City_struct
+CitySize: unsigned int
+HWNays: Way_struct
+WaySize: unsigned int

+Hernel(Citys: City_struct, CitySize: unsigned int, Ways Way_struct, WaySize: unsigned int): void
+getCity(int index): City_struct

+getWay(int index): Way_struct

+setCity(index: int, City: City_struct): void

+setWay(index: int, Way: Way_struct): void

+applicationLogic(): void

Abbildung 6: Generierte Hilfskonstrukte zur Implementierung Applikationslogik

Aufruf generierter Transportfunktionen

Der Mehrwert gegeniiber dem direkten Arbeiten mit CUDA wird schnell aus folgendem
Beispiel ersichtlich. Mochte man z.B. ein Array a[N], bestehend aus integer-Werten, auf
das Device kopieren, so ist im Falle einer rein manuellen Implementierung folgendes
Quellcodefragment nétig, welches sowohl die Speicherallokation als auch das Kopieren
der eigentlichen Daten iibernimmt.

int xdev_a;
cudaMalloc ( (void#*x*) &dev_a, N % sizeof (int));
cudaMemcpy (dev_a, a, N % sizeof(int), cudaMemcpyHostToDevice);

Die generierten Framework-Komponenten gestaltet diesen Prozess deutlich einfacher. Ob-
jekte werden hier mit Hilfe des zuvor beschriebenen CUDA-Connectors und iiberladenen
C++ Stream-Operatoren auf das Device kopiert. Aus dem obigen Quellcode wird dadurch
ein intuitiver Einzeiler. Im Folgenden Codelisting wird ein City-Objekt (inklusive der re-
ferenzierten Objekte) im CUDA-Connector abgelegt.

Connector << &newCity;

Nachdem hostseitig alle Objekte angelegt, initialisiert und in den CUDA-Connector ge-
schrieben wurden, wird der eigentliche Kernelaufuruf und der damit verbundene Kopier-
prozess mittels folgender Codezeile angestof3en.
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Cuda Connector

DeviceToHostManager

HostToDeviceManager

-hostToDevice: HostToDeviceManager
-host_Citys: vector <City =
“host_Ways: vector <Way >

< <create = >-DeviceToHostManager (hostToDevice: HostToDeviceManager)
< <destroy>=>-DeviceToHostManager()
+push(theCity: City): void
+pushallCitys(): void
+remove(theCity: City): bool
+push(theWay: Way): void
+pushalways(): void
+remove(theWay: Way): bool
+startMemcpy(): void
~copyCitysToHost(): void
-copyWaysToHost(): void

-deviceToHost: DeviceToHostManager
-memcpyPerformed: bool
-operandCollector: MemoryCollector
sesultCollector: MemoryCollector
-host_CityData: vector <City >
-host_WayData: vector <Way >
-device_CityData: City_struct
-device_WayData: Way_struct

< <create > >-HostToDeviceManager (PinnedMemary: bool)
< <destroy>>-HostToDeviceManager )
+getDeviceToHostManager(): DeviceToHostManager
+setDeviceToHostManager (deviceToHost: DeviceToHostManager): void
+push(theCity: City): void

+remove(theCity: City): bool

+push(theWay: Way): void

+remove(theWay: Way): bool

+startMemcpy(): void

+HreeDevice(): void

+reeHost(): void

-copyCitysToDevice(): void

-copyWaysToDevice(): void

MemoryCollector

CudaConnector

-host_Data: vector <char>
-host_Index: size_t
-device_Data: void

-m_hostToDevice: HostToDeviceManager
-m_deviceToHost: DeviceToHostManager

<<create > >-MemoryColector()

< <destroy = =-MemoryCollector ()

+Prepare(stadkSizelnByte: size_t): void

+push(count: unsigned int, DataPointer: t): t

+push(Data: t): t

+pullFromDevice{count: unsigned int, DataPointer: t, DevicePointer: t): void
+pullFromDevice(DevicePointer: t): t

< <create > >-CudaConnector()

+map(Object: t): void

< <CppOperator ==+ >(Object: t): CudaConnector
+push(Object: t): void

< <CppOperator = +< <(Object: t): CudaConnector
+Execute(Blocks: unsigned int, Threads: unsigned int): void
+PrintHostToDeviceClasses(): void
+PrintDeviceToHostClasses(): void

+copyToDevice(): void
+copyToHost(): void
+printStack(): void

Abbildung 7: CUDA-Connector

Connector.Execute (BlocksInGrid, ThreadsPerBlock);

Hinter diesem Aufruf verbirgt sich neben der oben dargestellten Allokation von Grafik-
speicher und dem Kopierprozess auch das Zuriickkopieren auf den Host und die anschlie-
Bende Freigabe des zuvor allokierten Speichers. Uber die Werte der beiden Variablen
BlocksInGrid und ThreadsPerBlock, welche hier als Parameter mit iibergeben
werden, wird die Anordnung der Ausfiihrungselemente Grid, Block und Thread auf der
GPU gesteuert, worauf wir hier nicht ndher eingehen. Innerhalb des Kernels kann komfor-
tabel iiber die in Abbildung 6 dargestellten Zugriffsfunktionen auf die sekunddren Daten
zugegriffen werden.

5 Evaluation

5.1 Fallstudien

Der praktische Nutzen des entwickelten Frameworks wurde anhand mehrerer Programm-
beispiele untersucht. Hierzu wurden drei hochgradig parallelisierbare Anwendungen aus-
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gewihlt: (A) Eine einfache Vektoraddition; (B) das in Abschnitt 4.4 als Anschauungs-
beispiel gewihlte “Traveling Salesman Problem”; und (C), als algorithmisch komplexe-
res Beispiel, das in [MGRO2] beschriebene Verfahren zur Propagation der Ahnlichkeit
von Modellelementen. Dieses Verfahren ist u.a. im Modelldifferenzierungsframework Si-
Diff [SD08] implementiert und wesentliche Ursache fiir den hohen Rechenaufwand bei
bestimmten Modelltypen und groBen Modellen. Bei der Ahnlichkeitspropagation liegt
zu Beginn eine Matrix vor, welche die paarweise Ahnlichkeit von Modellelementen re-
prisentiert. Eine weitere Matrix gibt an, welche Elementpaare benachbart, d.h. durch Be-
ziehungen verbunden sind. In einem Berechnungsschritt werden alle Ahnlichkeiten ge-
wichtet zu dem Nachbarn propagiert. Diese Berechnungsschritte werden mehrfach wie-
derholt.

Fiir jede der drei genannten Anwendungen wurden vier verschiedene Varianten realisiert:

1. CPU (Array-basiert): Die Berechnung wird rein auf der CPU durchgefiihrt. Die
in C++ geschriebene Anwendung ist manuell implementiert und verwendet aus-
schlieBlich Arrays primitiver C++-Datentypen zur Datenhaltung.

2. CPU (objektorientiert): Die 2. Programmvariante 1duft ebenfalls rein auf der CPU
ab und ist manuell in C++ implementiert. Im Gegensatz zur Array-basierten Vari-
ante ist die Datenhaltung hier unter Ausnutzung objektorientierter Sprachkonzepte
implementiert.

3. GPU (manuell): Die Berechnung wird bei der 3. Variante auf die GPU ausgelagert.
Samtliche Datentransfers und Speicherallokationen auf GPU-Seite werden hier ma-
nuell und ohne spezielle Werkzeugunterstiitzung implementiert. Als Datenstruktu-
ren auf der GPU werden ausschlieBlich Arrays primitiver C-Typen verwendet.

4. GPU (modellbasiert): Die 4. Programmvariante wird mittels unseres modellbasier-
ten Entwicklungsansatzes realisiert. Teile der entsprechenden Anwendungen sind
somit generiert. Zur manuellen Umsetzung der Applikationslogik auf dem Device
werden C-Datenstrukturen genutzt, iiber “Objektnetzwerke” wird ggf. iiber Zeiger
navigiert.

5.2 Laufzeitmessungen

Im Falle der Vektoraddition wurden fiir alle vier Programmvarianten (vgl. Abschnitt 5.1)
10000 Additionen eines Vektors mit 1000, 10000 und 100000 Elementen durchgefiihrt.
Die Losung fiir das Traveling Salesman Problem wurde jeweils fiir 11 Stiddte und unter
der Annahme vollstindiger Graphen (55 Wege) berechnet. Die Ahnlichkeitspropagation
wurde jeweils mit N = 1000, 4000 und 10000 durchgefiihrt, wobei N die Anzahl der Mo-
dellelemente représentiert.

Die Laufzeiten der Programme wurden mit einer CPU vom Typ Intel Core i5 650, ggf.
in Kombination mit einer Grafikkarte vom Typ NVIDIA GeForce GTX 460 gemessen.
Diese besitzt 336 Rechenkerne und einen Grafikspeicher von 1024 MB. Tabelle 1 zeigt
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die gemessenen Ausfiihrungszeiten der unterschiedlichen Problemstellungen fiir unsere
vier Programmuvarianten.

Programm CPU (Arrays) | CPU (OO) | GPU (manuell) | GPU (modellb.)
Vektoraddition

1k Elemente 0,02 0,25 0,30 0,30
10k Elemente 0,27 2,44 0,29 0,32
100k Elemente 2,83 24,48 0,33 0,46
TSP, 11 Stadte 4,66 60,74 0,49 2,77
Ahnlichkeits-

Propagation

N =3000 0,56 3,65 0,75 3,03
N =4000 1,19 6,79 1,16 5,14
N = 10000 8,21 60,20 2,90 -

Tabelle 1: Vergleich von Programmlaufzeiten fiir unterschiedlichen Problemstellungen und Pro-
grammvarianten (in Sekunden)

Bei der Vektoraddition ist zu erkennen, daf} eine Auslagerung der Berechnung auf die
GPU erst bei einer groBen Anzahl durchzufiihrender Additionen zu signifikanten Lauf-
zeitverbesserungen fiihrt. Im Falle des kleinsten Vektors, also den am wenigsten durch-
zufithrenden Rechenoperationen, erweist sich die auf Arrays basierende CPU-Variante so-
gar als performanteste Implementierung. Der fiir den Datentransfer bendtigte Zeitaufwand
tibersteigt hier den durch Parallelisierung auf der GPU erzielten Performanzgewinn.

Das Traveling Salesman Problem ist zur Optimierung auf der GPU gut geeignet. Wie Ta-
belle 1 entnommen werden kann, schneidet hier insbesondere die modellbasiert entwickel-
te Variante sehr gut ab. Grund hierfiir ist die im Vergleich zur Anzahl der durchzufiihrenden
Berechnungen geringe Menge an zwischen CPU- und GPU-Speicher zu iibertragenden
Daten; fiir das TSP sind lediglich 66 Objekte bzw. Strukturen nétig (11 Stidte und 55
Wege).

Im Falle der Ahnlichkeitspropagation ist zu erkennen, daB objektorientierte Losungen hier
aufgrund der vergleichsweise hohen Anzahl benétigter Objekte und Pointerzugriffe ge-
geniiber Array-basierten Losungen deutlich inperformanter sind. Auf der CPU ist die ob-
jektorientierte Variante um den Faktor 8 langsamer als die Array-basierte; die modellba-
siert entwickelte GPU-Variante gegeniiber der manuellen GPU-Implementierung um den
Faktor 4. Fiir N = 10000 iibersteigt eine “objektorientierte” Berechnung auf der GPU die
Grenzen des verfiigbaren Speichers.

Insgesamt lésst sich festhalten, dafl die Laufzeiten der modellbasiert entwickelten GPU-
Varianten, mit Ausnahme der einfachen Vektoraddition, um Faktoren zwischen 4 (Ahnlich-
keitspropagation mit N=3000) und 6 (TSP mit 11 Stddten) schlechter sind als ihre manu-
ell implementierten Gegenstiicke. Grund dafiir ist i.W. die Entwurfsentscheidung, fiir die
generierten Typdefinitionen der Deviceseite Datenstrukturen im Gegensatz zu primitiven
Arrays zu nutzen sowie Host-seitige Objektreferenzen auf der GPU-Seite durch Zeiger
umzusetzen. Ist Performanz somit von hochster Prioritit, so sind manuelle Implementie-
rungen auf der GPU zu bevorzugen.
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Stehen jedoch softwaretechnische Kriterien im Vordergrund und soll méglichst modell-
basiert entwickelt werden, so ist dies unter geringem Mehraufwand in der Entwicklung
auch fiir die GPU moglich, wobei fiir einige Problemtypen eine signifikante Steigerung
der Laufzeiteffizienz erzielt werden kann: Gegeniiber objektorientierten Varianten, welche
rein auf der CPU ablaufen, ist fiir die hier beschriebenen Problemstellungen des TSP und
der Ahnlichkeitspropagation eine Reduktion der Laufzeit von 60,74s auf 2,77s, von 3,65s
auf 3,03s bzw. von 6,79s auf 5,14s zu beobachten.

5.3 Steigerung der Entwicklungseffizienz

Tabelle 2 stellt die Anzahl der vom Programmierer zu implementierenden Codezeilen (Li-
nes of Code, LOC) fiir unsere manuell implementierten und die modellbasiert entwickelten
GPU-Varianten gegeniiber. Bei der Vektoraddition ist der manuelle Ansatz mit 37 Code-
zeilen im Vorteil gegeniiber dem Generatoransatz mit 38 Codezeilen. Der Datentransfer
nimmt hier nur einen sehr geringen Anteil ein. Weiterhin ist fiir die Einfachheit dieses
Beispiels der Mehrwert einer objektorientierten Losung der Applikationslogik nicht er-
sichtlich.

Komplexere Probleme wie das TSP lassen sich auf Basis des modellbasiert entwickelten
Ansatzes jedoch komfortabler 16sen. Im Falle des TSP sind bei der manuellen Implemen-
tierung 135 Zeilen Code zu schreiben. Die modellbasiert entwickelte Variante kommt mit
116 manuell geschriebenen Codezeilen aus, was einer Reduktion um ca. 14% entspricht.
Im Falle der Ahnlichkeitspropagation betriigt die Reduktion der manuell zu implemen-
tierenden Anteile im Falle der modellbasiert entwickelten Variante ca. 31% (vgl. Tabelle
2).

Die Reduktion der manuell zu implementierenden Anteile ist hier im Falle des TSP und der
Ahnlichkeitspropagation i.W. darauf zuriickzufiihren, daB die Typdefinitionen fiir primire
und sekunddre Daten ebenso wie die notwendigen Transportfunktionen generiert werden.
Eine Steigerung der Entwickungseffizienz, welche auf die objektorientierte Losung der
Applikationslogik zuriickzufiihren ist, ldsst sich auf Basis der hier gewihlten, einfachen
LOC-Metrik nicht messen.

Programm GPU (manuell) GPU (modellbasiert)
Vektoraddition 37 38

TSP, 11 Stidte 135 116
Ahnlichkeits-Propagation | 153 109

Tabelle 2: Manuell zu implementierende Anteile (in LOC) bei unterschiedlichen Implementierungs-
varianten
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5.4 Diskussion

Die Imitation der objektorientierten Strukturen zur Verwaltung der Sekundérdaten hat aus
Sicht von Entwicklern den Vorteil, daf die Datenstrukturen in beiden Systemteilen sehr
dhnlich sind und leicht mental aufeinander abgebildet werden konnen.

Nachteilig hinsichtlich der Laufzeit ist jedoch die Verwendung vieler Referenzen auf dem
Device: GPU-Prozessoren und -Speicher sind nicht unbedingt optimiert fiir das Verfol-
gen von Pointerketten, ferner erfordert jede Objektreferenz im Zuge des Marshalling bzw.
Unmarshalling die Umrechnung von Zeigeradressen. Nachteilig ist ferner die Speicher-
fragmentierung.

Die vorstehenden Nachteile konnen weitgehend vermieden werden, wenn primitive Typen
und ggf. Arrays als Typdefinitionen fiir die Sekundérdaten verwendet werden. Derarti-
ge Typdefinitionen konnen auch sehr genau auf den Bedarf der Rechenfunktionen abge-
stimmt sein. Nachteilig ist hier, daB diese hoch angepassten Typdefinitionen nicht mehr via
einem Standardverfahren aus den objektorientierten Datenmodellen ableitbar sind, eben-
so sind die Konversionen zwischen beiden Datenstrukturen wesentlich komplizierter und
u.U. nicht mehr automatisch generierbar. Gegenwiirtig untersuchen wir, inwiefern sich die
Ausgaben des Codegenerators durch entsprechende Steuerparameter optimieren lassen.
Ggf. wird neben dem plattformunabhingigen Datenmodell, aus denen die primiren Daten-
strukturen generiert werden, ein verfeinertes, plattformspezifisches Datenmodell benétigt,
aus welchem die sekundidren Datenstrukturen generiert werden. Typischerweise sind die
sekundédren Datenmodelle eine Teilmenge der priméren Datenmodelle.

6 Vergleich mit existierenden Arbeiten

Unter dem Schlagwort “General-purpose computing GPU” (GPGPU) sind eine Reihe von
Vorschldgen publiziert worden, die Programmierung von GPUs generell bzw. fiir konven-
tionelle Zwecke zu vereinfachen. So stellen bspw. Han und Abdelrahman in [HA11] die
Sprache hiCUDA und einen zugehorigen Compiler vor, die u.a. ebenfalls das Problem
adressieren, Datenstrukturen im GPU-Speicher automatisch zu generieren. hiCUDA er-
weitert CUDA um Direktiven, mit denen diese Aufgaben automatisiert werden konnen.
hiCUDA ist aber nicht modellbasiert und behandelt nur die Entwicklung von Software auf
der GPU, nicht die integrierte Entwicklung der Applikationsanteile auf der CPU und GPU.

Im Rahmen des Microsoft Accelerator Forschungsprojekts [TPO06, Mil 1] wurde eine Bi-
bliothek entwickelt, welche Operationen zur datenparallelen Verarbeitung von Arrays be-
reitstellt. Der Funktionsumfang der Bibliothek stellt eine doménenspezifische Sprache dar,
welche in gingige Hochsprachen wie bspw. C++, C#, F# und Haskell eingebettet werden
kann. Die zu parallelisierenden Operationen werden on-the-fly iibersetzt, Implementierun-
gen existieren fiir verschiedene Multikern-CPU-, FGPA-, und GPU-Hardwarearchitekturen.

Breitbart stellt mit dem CuPP-Framework [Br09] einen ebenfalls sprachbasierten Ansatz
vor, der das Problem der Typkonversionen zwischen CPU und GPU adressiert. Das CuPP-
Framework bietet Transformationen an, die eine in C++ giiltige Klasse vom Host in eine
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CUDA-konforme Représentation auf dem Device umwandeln. Fest in CuPP integriert ist
bisher jedoch nur eine Vektor-Klasse, die genannte Transformationsmechanismen nutzt.
Ist man auf zusitzliche Klassen angewiesen, so miissen diese manuell mit Hilfe der bereit-
gestellten Funktionen angelegt werden. CuPP ist daher weniger flexibel als unser Ansatz
hinsichtlich der Sprachen, in der die Host-Programme laufen, und der Vielfalt der un-
terstiitzten Datentypen.

Auch Yan et al. widmen sich der Vereinfachung des Datentransfers zwischen CPU- und
GPU-Speicher. Vorgestellt wird mit JCUDA [YGS09] ein Ansatz, der neben vereinfachtem
Datentransfer auch eine Java-Schnittstelle fiir CUDA anbietet. Letztere wird mit Hilfe des
Java Native Interface (JNI) realisiert. Unterstiitzte Datentypen sind neben skalaren Attribu-
ten auch Arrays. Objektorientiertes Arbeiten ist bei JCUDA nicht moglich. Datentransfers
werden iiber die Parameter IN, OUT und INOUT niher spezifiziert. Entsprechender Code
zum Kopieren der definierten Datenstrukturen wird vom Compiler automatisch erzeugt.
Dieser nimmt eine Text-zu-Text Ubersetzung vor, bei der aus einem JCUDA-Programm
ein Java-Programm erzeugt wird, welches mittels JNI C-Code verarbeiten kann.

Da auf Seiten von CPU und GPU auf “den gleichen” Daten gearbeitet wird, liegt der Ge-
danke nahe, die Daten vollautomatisch zu synchronisieren; Gelado et al. [GCN+10] stellen
mit Asymmetric Distributed Shared Memory (ADSM) ein datenzentriertes Programmier-
modell vor, das sowohl CPU- als auch GPU-seitig auf demselben Adressraum arbeitet.
Die Asymmetrie besteht darin, da3 vom CPU-Speicher auf den GPU-Speicher zugegriffen
werden kann, nicht aber umgekehrt. So wird zum Beispiel eine Funktion zum Allokieren
von Speicher bereitgestellt, die sowohl im CPU- als auch GPU-Speicher eine Allokation
vornimmt und diesen Speicherbereich auf dieselbe logische Adresse legt. Aus Sicht des
Entwicklers wird dadurch auf denselben Daten gearbeitet. Dieser Ansatz weist eine ge-
wisse Analogie zu unserer Arbeit auf. Wir arbeiten hostseitig mit Klassen und deviceseitig
mit Strukturen, die durch das Framework automatisch konsistent gehalten werden.

7 Zusammenfassung und Ausblick

Die Auslagerung rechenintensiver Applikationsteile auf die GPU erfordert den Transport
von Daten des CPU-Hauptspeichers in den GPU-Speicher sowie eine entsprechende Riick-
integration nach Beendigung der Berechnung auf der GPU. Aufgrund der meist unter-
schiedlichen Sprachen und Typisierungskonzepte seitens der CPU und der GPU lassen sich
GPU-unterstiitzte Applikation bzgl. der Datentransporte und Typkonversionen als ein he-
terogenes verteiltes System ansehen. Existierende Losungsansitze zur Bereitstellung soft-
waretechnischer Methoden, welche eine effiziente Entwicklung GPU-unterstiitzter Appli-
kationen auf moglichst hohem Abstraktionsniveau ermdéglichen, sind iiberwiegend spra-
chorientiert; sie erweitern die Programmiersprachen fiir GPUs in Richtung abstrakterer
Konstrukte.

In diesem Papier wurde ein modellbasierter Losungsansatz vorgestellt. Kern des Ansat-
zes ist es, die bendtigten Typdefinitionen sowie Transport- und Konversionsfunktionen
auf Basis eines Applikationsdatenmodells zu generieren. Die Entwicklungseffizienz kann
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somit gegeniiber einer rein manuellen Implementierung auf der GPU fiir komplexe Pro-
blemstellungen deutlich gesteigert werden. Auch die Optimierung der Laufzeitperformanz
gegeniiber rein CPU-basierten Losungen kann fiir rechenintensive, parallelisierbare Appli-
kationen nachgewiesen werden.

Eine wesentliche Erkenntnis ist allerdings, daf} die iiblichen Methoden, wie aus (Daten-)
Modellen Code generiert wird, bei dieser Klasse von Applikationen u.U. nicht sinnvoll
ist und typischerweise zu so hohen Leistungsverlusten fiihrt, so da} der GPU-Einsatz im
Extremfall sogar sinnlos wird. Stattdessen muf} die Codegenerierung an die Optimierungs-
bediirfnisse der jeweiligen Anwendung angepalit werden. Hierzu schlagen wir veridnderte
Codegeneratoren vor, die durch entsprechenden Generator-Anweisungen konfiguriert wer-
den.
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