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Abstract: Maschinelles Lernen ist ein Teilgebiet der Informatik, das sich mit der Au-
tomatisierung von Lernprozessen beschiftigt. Kernmethoden — die zur Zeit wohl
erfolgreichsten maschinellen Lernverfahren — wurden zunichst fiir Anwendungen
konzipiert, in denen die Objekte des Lernens einfach in einen Euklidischen Raum
eingebettet werden konnen. In vielen Anwendungen ist dies jedoch nicht der Fall.
Diese Arbeit erweitert nun Kernmethoden auf allgemeinere, so genannte struk-
turierte, Daten. Dazu werden passende Kernfunktionen definiert und charakterisiert.
Anwendungen aus dem Bereich der pharmazeutischen Wirkstoffforschung zeigen sub-
stantielle Verbesserungen gegeniiber dem Einsatz konventioneller Lernverfahren.

1 Einleitung

Die Fihigkeit aus Erlebtem und Beobachtetem zu lernen, also aus dufleren Eindriicken ab-
strakte Erfahrungen abzuleiten, ermoglicht dem Menschen wie auch autonomen Maschi-
nen die Anpassung an sich stindig verdndernde Umgebungen. Je mehr Daten Tag fiir Tag
von Maschinen gesammelt, verarbeitet und gespeichert werden, desto wichtiger wird es,
die Analyse der Daten — also das Lernen aus den Daten — zu automatisieren. Dies ist das
Ziel des maschinellen Lernens, einem Teilgebiet der Informatik mit Beriihrungspunkten zu
vielen anderen Wissenschaften, wie zum Beispiel der Statistik. Da die Menge der gesam-
melten Daten in sehr vielen Wissenschafts- und Ingenieurszweigen die manuelle Unter-
suchung verhindert, wird das maschinelle Lernen mehr und mehr zu einer Schliisseltech-
nologie, die andere Technologien verbessert oder sogar erst ermoglicht. Einige Probleme,
in denen maschinelle Lernverfahren erfolgreich eingesetzt werden, sind Handschriftener-
kennung, Erkennung ungewdohnlicher Ereignisse in Netzwerken, sowie Entdeckung von
Kreditkartenmissbrauch. Desweiteren stehen maschinelle Lernverfahren hinter einigen
der bedeutendsten, jiingeren technologischen Entwicklungen wie der Suche im WWW,
dem rechnergestiitzten Sehen oder den autonomen Fahrzeugen.

Kernmethoden sind zur Zeit die wohl erfolgreichste Klasse von maschinellen Lernverfah-
ren. Viele Kernmethoden zeichnen sich sowohl durch gute theoretische Grundlagen als
auch sehr gute empirische Lernergebnisse aus. Ebenso wie bei klassischen maschinel-
len Lernverfahren konnten diese Lernerfolge hauptsidchlich in Doménen erzielt werden,
in denen die Objekte des Lernens recht einfach in einem Euklidischen Raum eingebet-
tet werden konnen. In vielen Anwendungen ist dies jedoch nicht der Fall. Die Aktivitit
chemischer Wirkstoffe gegen bestimmte Krankheiten zu schitzen, ist eine derartige An-
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wendung. Hierbei ist der Strukturgraph eine natiirliche Darstellungsform der Wirkstoffe.
Kernmethoden und andere konventionelle maschinelle Lernverfahren konnen nicht direkt
auf Probleme dieser Art angewandt werden.

Diese Arbeit erweitert nun Kernmethoden auf allgemeinere, so genannte strukturierte, Da-
ten. Der natiirlichste Ansatz, Kernmethoden auf strukturierte Daten anzuwenden, ist es,
eine positiv definite Kernfunktion auf der Menge der méglichen Objektbeschreibungen
zu definieren. In dieser Arbeit werden daher passende Kernfunktionen definiert und cha-
rakterisiert. Insbesondere betrachten wir zwei Darstellungsarten strukturierter Daten: Lo-
gik und Graphen. Als Logik-basierte Darstellung verwenden wir Basisterme einer Logik
hoherer Ordnung mit polymorphen Typen. Als Graphen betrachten wir geférbte gerichtete
und ungerichtete Graphen. Diese Beschreibungssprachen so zu unterscheiden vereinfacht
die Darstellung der Kernfunktionen und bringt Vorteile im Bezug auf den Berechnungs-
aufwand. Beide Beschreibungssprachen konnen auf natiirliche Weise in bestimmten An-
wendungen eingesetzt werden und decken zusammen die meisten — wenn nicht sogar alle
— Arten strukturierter Daten ab.

Ein motivierendes Beispiel eines Anwendungsgebietes der in dieser Arbeit vorgestellten
Kernfunktionen ist in der Tat das Schiitzen sowohl der pharmazeutischen Wirksamkeit che-
mischer Substanzen gegen bestimmte Krankheiten alsauch deren Nebenwirkungen. Dies
ist eine Aufgabe des so genannten iiberwachten Lernens, bei dem das Ziel ist, aus einer ge-
gebenen Menge von Objekten mit beobachteter Zieleigenschaft, eine Funktion abzuleiten,
die in der Lage ist, diese Zieleigenschaft fiir weitere Objekte (die der selben Verteilung
folgen) zu schitzen.

Die hier zusammengefalite Arbeit [G&r05] ist der erste systematische Ansatz, Kernfunk-
tionen fiir strukturierte Daten zu definieren und in Lernproblemen mit grolen Datensétzen
anzuwenden. Wir definieren und charakterisieren geeignete Kernfunktionen und unter-
suchen den jeweiligen Berechnungsaufwand. Unsere empirischen Vergleiche zeigen, dass
Kernmethoden mit unseren Kernfunktionen fiir strukturierte Daten in diversen Anwendun-
gen wesentlich bessere Vorhersagen erzielen als konventionelle Verfahren.

Diese Zusammenfassung ist wie folgt gegliedert: Zunichst fiihrt Abschnitt 2 kurz in den
Kontext des iiberwachten maschinellen Lernens mit Kernmethoden ein. Dann beschreibt
Abschnitt 3 den gewihlten Ansatz und die Beitrdge dieser Arbeit. Abschnitt 4 fasst ei-
nige Anwendungen dieser Arbeit in der pharmazeutischen Wirkstoffforschung zusammen.
SchlieBlich verweist Abschnitt 5 auf mogliche zukiinftige Arbeiten.

2 Kernmethoden

Die iibliche Problemstellung beim iiberwachten Lernen betrachtet eine Instanzmenge X
und eine Kennzeichnungsmenge ). Ein typisches Beispiel ist die (bindre) Klassifikation,
beider Y = {T, L} ist, und die Regression, bei der Y = R ist. Lernbeispiele entstammen
einer gemeinsamen, beliebigen aber festen Wahrscheinlichkeitsverteilung P auf X x ).
Das Lernproblem ist es — gegeben einer endlichen Menge {(x;,v;)}"; C X x Y, die
gemil} P beobachtet wurde — eine Funktion zu finden, die die Kennzeichen neuer Bei-
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Abbildung 1: Gegeben die Instanzmenge X = R (x-Achse), die Kennzeichnungsmenge ) = R (y-
Achse) und die Trainingsdaten die durch ‘x’ dargestellt sind, ist links die Funktion mit minimalem
empirischen Fehler dargestellt. Die mittlere und rechte Abbildung zeigen Minima des regularisierten
Fehlerfunktionals fiir unterschiedliche Werte des Parameters v.

spiele mit geringem Fehler schitzt. Gegeben einem Hypothesenraum F C {f(-) | f :
X — Y} ist das Ziel also ein Minimum der Funktion

RIf()] = /X V)P )

zu schitzen ohne P selbst zu kennen, wobei V' die Abweichung zwischen beobachteter
Kennzeichnung und vorhergesagter Kennzeichnung angibt. Eine typische Fehlerfunktion
fiir Regressionsprobleme () = R) ist der quadratische Fehler V' (y,9) = (y — 9)2.

Ein iiblicher Ansatz hierfiir ist es, den empirischen Fehler zu minimieren
"1
Romp[f ()] = D~V (wi, f(21)) - 2)
i=1

Dies fiihrt jedoch bei Daten, die verrauscht sind, zu einer Uberanpassung des Rauschens,
also zu nicht geniigend gutem Vorhersagefehler auf neuen Daten. Um eine solche Uberan-
passung zu vermeiden, beschrinken Kernmethoden den Hypothesenraum auf einen Hil-
bertraum H und verwenden einen Spezialfall der Tikhonov Regularisierung [Tik63]. Es
ist dann die Summe aus empirischem Fehler und quadratischer Norm der Funktion im
entsprechenden Hilbertraum zu minimieren.

n

min ~ Vg, () + VI FOI ®

feenn<
i=1

Abbildung 1 vergleicht die Losung mit minimalem empirischen Fehler mit einer regulari-
sierten Losung des gleichen Lernproblems.

Der Repriisentationssatz [Wah90] besagt nun, dass (fiir konvexe V (y,-)) die Losungen
von (3) die folgende Form haben
1= ek, ) “

=1
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wobei k : X x X — R der reproduzierende Kern des Hilbertraums H ist. Die Klasse der
reproduzierenden Kernfunktionen entspricht nun genau der Klasse der positiv definiten
Kernfunktionen. Genau diesen Kernfunktion k entspricht desweiteren eine Abbildung ¢ :
X — 'H so, dass das innere Produkt der Abbildungen gleich dem Wert der Kernfunktion
ist,dh. Va,2’ € X : k(z,2') = (¢(x), p(a)).

3 Kernfunktionen fiir Strukturierte Daten

Allgemeine Vorschldge und Prinzipien fiir Kernfunktionen auf strukturierten Daten finden
sich bereits in [Hau99, Wat99]. Beide Arbeiten lassen allerdings — aufgrund der Allge-
meinheit der Betrachtung — wichtige Fragen offen und damit dem Anwender iiberlassen.
Andere Arbeiten schlagen dagegen sehr anwendungsspezifische Kernfunktionen vor, die
sich nicht leicht auf andere Anwendungsfille iibertragen lassen. Einen Uberblick iiber sol-
che Kernfunktionen gibt [G&dr03]. Die vorliegende Arbeit ist nun der erste systematische
Ansatz, Kernfunktionen auf strukturierten Daten so zu definieren, dass sich die Form der
Kernfunktion aus der Datenstruktur selbst ableiten ldsst. Unsere empirischen Vergleiche
zeigen, dass Kernmethoden mit unseren Kernfunktionen fiir strukturierte Daten in diversen
Anwendungen wesentlich bessere Vorhersagen erzielen als konventionelle Lernverfahren.

3.1 Kernfunktionen fiir Basisterme

Zunichst wollen wir Kernfunktionen untersuchen, deren Form aus der Struktur der Lern-
beispiele abgeleitet werden kann. Zur Darstellung der Lernbeispiele benotigen wir daher
eine michtige Reprisentationssprache. Hierfiir bietet sich eine kiirzlich von Lloyd vor-
gestellte Logik [L1003] an, die es im Gegensatz zu anderen im maschinellen Lernen ver-
wendeten logik-basierten Reprédsentationssprachen erlaubt, Mengen auf natiirliche Art und
Weise in einem Term darzustellen. Die polymorphen Typen dieser Logik stellen eine aus-
gezeichnete Struktur dar, anhand derer die Form der Kernfunktion definiert werden kann.
SchlieBlich ist die Darstellung von Lernbeispielen durch abgeschlossene Terme eine sinn-
volle Verallgemeinerung der iiblichen Attribut-Wert Darstellung.

Die Typen dieser Logik sind aus Typkonstruktoren, Funktionstypen und Produkttypen auf-
gebaut. Hier dienen Funktionstypen als Typen von Mengen, Multimengen, etc; wihrend
Produkttypen als Typen von Tupeln fester Lange dienen. Typkonstruktoren werden dage-
gen als Typen von Objekten beliebiger Linge und Struktur verwendet, wie zum Beispiel
von Sequenzen oder Bdumen. Nicht zuletzt umfasst die Menge der Typkonstruktoren auch
Typen fiir verschiedene Klassen von Zahlen und fiir anwendungsspezifische Objekte.

Um zum Beispiel den Typ der Teilmengen einer beliebigen Grundmenge zu definieren
muss zunéchst der Typ der Grundmenge deklariert werden. Dann kann der Teilmengentyp
als Funktionstyp deklariert werden, der von dem Typ der Grundmenge auf einen Boole-
schen Typ abbildet. Die Darstellung einer Teilmenge ist dann die charakteristische Funk-
tion, die genau die Elemente der Teilmenge auf ‘wahr’ abbildet und alle anderen Elemente
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der Grundmenge auf ‘falsch’.

Basisterme sind eine ausgezeichnete Menge von geschlossenen Termen eines bestimm-
ten Typs, die eindeutig je eine Aquivalenzklasse von Termen des typisierten A-Kalkulus
vertreten und in der iiblichen Art und Weise durch Abstraktion, Tupelformung und Appli-
kation geformt werden. Die Basisterme s, ¢t der Menge {1, 2} und der Multimenge die aus
42 A, 21 B und keinen weiteren Elementen besteht, sind:

s=Ax.if x =1 then T else if t =2 then T else L
t = Az.if x = A then 42 else if © = B then 21 else 0

Bevor wir nun die Kernfunktionen fiir Basisterme definieren konnen, bendtigen wir noch
einige Notationen. Bei einer Basisabstraktion r bezeichnet V' (r u) den Wert von 7 ange-
wandt auf u, d.h.,, V(s 2) = T und V(¢ C) = 0. Ein Standardwert eines Funktionstyps
ist der Wert der Abstraktionen des Typs den diese ohne Bedingung annehmen, d.h., der
Standardwert des Typs von s ist L. und der Standardwert von ¢ ist 0. Die Stiitze einer Ab-
straktion r ist die Menge der Terme w fiir die V' (r «) ungleich dem Standardwert ist, d.h.,
supp(s) = {1,2} und supp(t) = {A, B}. Weitere Details dieser Logik sind in [L1003]
beschrieben.

Die Kernfunktionen fiir Basisterme [GLF04] sind nun wie folgt induktiv auf der Struk-
tur der Basisterme definiert: Sind s, ¢ Basisapplikationen, also Terme des gleichen Typ-
konstruktors (mit gleichen Parametern), so kann s als C' sy...s, und t als D t1...t,,
dargestellt werden, wobei C, D Datenkonstruktoren und s;, t; Basisterme sind. Die Kern-
funktion an s, ¢ ist dann definiert durch

kr(C, D) falls C # D
kr(C,C) + Z k(s;, t;) sonst

i=1

k(s,t) =

Sind s, t Basisabstraktionen, also Terme des gleichen Funktionstyps, so ist die Kernfunk-
tion an s, t definiert durch

k(s,t) = Z k(V(su),V(tv)) - k(u,v).

uE supp(s)

vEsupp(t)
Sind s, ¢t Basistupel, also Terme des gleichen Produkttyps, so kann s als (s1, ..., s,) und ¢
als (t1,...,t,) dargestellt werden, wobei s;, t; Basisterme sind. Die Kernfunktion an s, ¢

ist dann definiert durch
k‘(S, t) = Z k(SZ, ti),
i=1

In [G&r05] und den entsprechenden Vorarbeiten wie [GLF04] sind desweiteren ‘Modi-
fikatoren” beschrieben, die eine bessere Anpassung der Kernfunktion an bestimmte An-
wendungen erlauben. Dort wird auch die Lernbarkeit einer bestimmten Klasse von Lern-
problemen — so genannter ‘“Mehr-Instanz Probleme” — mit diesen Kernfunktionen und
quasipolynomieller Fehlerschranke gezeigt. Aus Platzgriinden gehen wir hier nicht weiter
auf Details ein. Empirische Ergebnisse fassen wir weiter unten kurz zusammen.
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3.2 Kernfunktionen fiir Graphen

Graphen sind eine der wichtigsten Darstellungsformen fiir strukturierte Daten in Wissen-
schaft und Technik. Einige Vorarbeiten haben bereits Kernfunktionen fiir bestimmte —
meist recht einfache — Teilklassen von Graphen, wie z.B. fiir Biume oder Sequenzen,
vorgeschlagen. In diesem Abschnitt betrachten wir nun Kernfunktionen auf allgemeinen
Graphen mit dem Ziel, diese in Anwendungen der pharmazeutischen Wirkstoffforschung
einsetzen zu konnen. Die oben eingefiihrten Basisterme sind zwar prinzipiell in der Lage
Graphen darzustellen, doch wurden aus Griinden der Systematik die hierzu notigen Me-
chanismen bei der Kerndefinition nicht betrachtet.

Eine allgemeine Methode Kernfunktionen fiir strukturierte Daten zu erhalten (siehe z.B.

[Hau99, Wat99]), ist es, die Objekte in alle moglichen Teile zu zerlegen und als Kernfunk-

tion zweier Objekte ein Maf3 der Schnittmenge beider Zerlegungen zu verwenden. In die-

sem Abschnitt werden wir zunichst zeigen, dass dieses Vorgehen bei Graphen zwangsliufig
zu Kernfunktionen fiihrt, die nicht effizient berechnet werden konnen, d.h. sofern P = NP

konnen diese Kernfunktionen nicht in polynomieller Zeit berechnet werden. Daher werden

wir alternative Kernfunktionen vorschlagen: Eine weg-basierte Kernfunktion, die allge-

mein bei ungerichteten Graphen effizient berechnet werden kann, und eine zyklus-basierte

Kernfunktion, die nur bei einer bestimmten Klasse von Graphen effizient berechnet wer-

den kann. Details sind in [GFW03, HGWO04] beschrieben.

Fiir eine beliebige Menge M sei [M]" = {m C M : |m| = n}. Ein (ungerichte-
ter) Graph ist ein Paar G = (V,&) = (V(G), E(G)) bestehend aus einer Menge von
“Knoten” V und einer Menge von “Kanten” & C [V]z, die diese Knoten “verbinden”.
Hiufig werden wir gefirbte Graphen (V,E,1) betrachten, bei denen eine Funktion [ :
Y UE& — X alle Knoten und/oder Kanten eines Graphen auf ein Element des Alpha-
bets ¥ abbildet. Die Adjazenzmatrix £ € RY*V eines Graphen G hat den Eintrag
Eun = 1< {u,v} € & und sonst E,, = 0. Ein Graph G' = (V',&’) ist ein Teil-
graph eines Graphen G = (V,€) wenn V' C Vund &' C € N [V']?. Zwei Graphen
G, G heiBen isomorph wenn zwischen ihren Knotenmengen eine kantenerhaltende Bi-
jektion f : V — V' {u,v} € €< {f(u), f(v)} € & existiert, f heiBt dann ein Iso-
morphismus. Ein Homomorphismus von einem Graphen G in einen Graphen G’ ist eine
kantenerhaltende Funktion g : V — V' {u,v} € &= {g(u),g(v)} € £. Zwischen
gefirbten Graphen miissen Isomorphismen und Homomorphismen desweiteren auch die
Farben der Kanten und/oder Knoten erhalten. Wenn ein Isomorphismus zwischen zwei
Graphen existiert, schreiben wir auch G ~ G’. Wenn ein Isomorphismus zwischen ei-
nem Graphen G und einem Teilgraphen eines anderen Graphen G’ existiert, schreiben
wir G < G’ Die Menge aller (geférbten) Graphen modulo Isomorphismus (also eigent-
lich eine Menge von Aquivalenzklassen) bezeichnen wir mit G (gl); homo(G, G') be-
zeichnet die Menge aller Homomorphismen zwischen G und G’. Fiir zwei Graphen
G, G’ schreiben wir G + G’ = (VU V',E UE’). Ein Pfad der Linge n ist ein Graph
P, = ({1,...n},{{i,i + 1} : 1 < i < n}). Ein Zyklus der Linge n ist ein Graph
C,, = P, + (0,{1,n}). Die Menge aller Pfade beziehungsweise Zyklen schreiben wir als
P =, Pn,und C = |J,, Cp, die Menge aller gefirbten Pfade beziehungsweise Zyklen
als P! und C'. Ein Pfad beziehungsweise Zyklus in einem Graphen ist ein Teilgraph des
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Graphen, der isomorph zu einem Pfad bzw Zyklus ist. Ein Weg in einem Graphen ist ein
Teilgraph, so dass es einen Homomorphismus zwischen einem Pfad und dem Teilgraphen
gibt.

Die bereits oben erwihnte Teilgraph-Kernfunktion kann dann definiert werden als
ky(G,G"Y=|{he H:hSG}N{he H:hS G}

wobei wir typischerweise als H eine der Mengen G, P oder C wéhlen. Sofern P # NP
kann man nun zeigen, dass keine der Funktionen kg (G, G’), kp(G,G’) und k¢(G,G')
in polynomieller Zeit in der Anzahl der Knoten von G und G’ berechnet werden kann, da
ansonsten das Hamiltonpfad Problem in polynomieller Zeit gelost werden konnte, welches
jedoch ein NP-vollstindiges Entscheidungsproblem ist. Da sich eine solche Kernfunktion
also nicht fiir praktische Zwecke eignet, wollen wir als néchstes untersuchen, ob es iiber-
haupt moglich ist eine Kernfunktion k& : G x G — R auf Graphen so zu definieren, dass
die Funktion G — k(G,-), die jeden Graphen G € G auf eine Funktion G — R abbil-
det, injektiv ist. Dies wire wiinschenswert, da es nur dann moglich wire, tiberhaupt alle
Klassifikationen von Graphen zu erlernen. Allerdings zeigt sich, dass dies nur moglich ist,
falls G ~ G’ in polynomieller Zeit in der Anzahl der Knoten von G und G’ entschieden
werden kann. Da fiir dieses Problem aber angenommen werden muss, dass es nicht in P
ist, miissen wir Kernfunktionen betrachten, die diese Anforderung nicht erfiillen.

Zunichst wollen wir die folgende weg-basierte Kernfunktion betrachten:

kw(G,G") = Z AV (p)| homo(p, G)| - homo(p, G")] .
pePL

Obgleich P! nicht endlich ist, kénnen wir k,,(G,G") fiir bestimmte \,, > 0 in polyno-
mieller Zeit in der Anzahl der Knoten von G und G’ berechnen. Dazu bendtigen wir den
Produktgraphen [IKOO] G x G’ von G und G’:

V(G x G) ={(v,0") €V x V' :1(v) =1'(v'))}
E(G % G") = {{(u,u), (v,0)} € V(G x G :
{u,v} € EA{U W'} € E A ((u,v) =1 0"))} .

Es kann nun gezeigt werden, dass

kw(G,G') = Ay [homo(p, G x G')]| .

peEP

Diese Summe kann nun fiir bestimmte )\, > 0 in polynomieller Zeit berechnet werden,
indem die Eigenwerte der Adjazenzmatrix E* von G x G’ manipuliert werden. Ins-
besondere kann k,, (G, G’) zum Beispiel fiir \; = ~* mit kleinem ~ berechnet werden
durch ky,(G,G') = 1t (I — vEX)~" 1 wobei 1 den Vektor (1,1,...)" € R¥(G*E) ynd
I € RV(GXG)xV(GXE) die Einheitsmatrix bezeichnet.

Wihrend diese weg-basierte Kernfunktion in polynomieller Zeit berechnet werden kann,

ist der Grad dieses Polynoms fiir Anwendungen in der pharmazeutischen Wirkstofffor-
schung allerdings noch grof}. Fiir diese Anwendung brauchen wir daher eine spezielle
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Kernfunktion, die auf groBen Molekiildatenbanken in annehmbarer Zeit berechnet werden
kann. Wir werden dazu die oben definierte Kernfunktion k¢: (G, G') genauer untersuchen.
Insbesondere werden wir nun untersuchen, in wiefern die Menge ¢(G) = {h € C' : h <
G} effizient aufgezihlt werden kann. Dies kann nicht in polynomieller Zeit in der An-
zahl der Knoten von G und G’ moglich sein, da ¢(G) selbst exponentiell groB sein kann.
Desweiteren kann ¢(G) nicht in polynomieller Zeit in |¢(G)| und |V| berechnet werden.
Ansonsten konnte fiir einen Graphen G mit nur einer Farbe C,, € ¢(G) in Zeit poly-
nomiell in |V| entschieden werden, da hier |¢(G)| < |V|. Dieses Problem ist aber dem
NP-vollstindigen Entscheidungsproblem Hamiltonkreis gleichbedeutend. Es ist daher in-
teressant zu untersuchen, ob wir eine Menge C'(G) in polynomieller Zeit in |V|, |C(G)|
aufzihlen konnen, aus der wir in wiederum polynomieller Zeit ¢(G) gewinnen konnen.
Sofern |C(G)| fiir eine bestimmte Klasse von Graphen durch eine Konstante nach oben
beschrinkt ist, kann dann ¢(G) fiir diese Klasse von Graphen effizient berechnet werden.
Eine solche Menge C(G) ist zum Beispiel die Menge der Zyklen in GG. Hierfiir existiert ein
Algorithmus [RT75], der diese Menge so aufzihlt, dass die Zeit zwischen der Aufzihlung
zweier Elemente polynomial in |V] ist. Im besten Fall ist diese Menge nur so grof wie
¢(@), im schlechtesten Fall allerdings exponentiell groBer.

Desweiteren betrachten wir in [HGWO04] noch die maximalen Bidume des Waldes, der
durch Entfernen der Kanten, die Teil eines Zyklus sind, entsteht. Aus Platzgriinden gehen
wir hier nicht weiter auf Details ein.

4 Empirische Ergebnisse

Zunichst wollen wir eine kurze Ubersicht iiber einige Anwendungen der Kernfunktionen
fiir Basisterme geben, danach besprechen wir kurz eine Anwendung der Kernfunktionen
fiir Graphen. Die meisten Anwendungen sind aus Platzgriinden auf das Wesentliche ver-
einfacht dargestellt. Details konnen in [GdrO5] bzw. in den entsprechenden Vorarbeiten
nachgelesen werden.

Wirkstoffanalyse anhand der 3D Struktur Die 3D Struktur von Molekiilen ist wichtig
fiir deren medizinische und pharmazeutische Wirkung. Allerdings kann ein Molekiil — je
nach energetischem Zustand — unterschiedliche Formen (“Konformationen”) annehmen.
Ein Molekiil ist fiir viele Anwendungen dann aktiv, wenn eine dieser Formen bestimmte
Eigenschaften erfiillt, die aber meist nicht explizit bekannt sind. Um Kernmethoden auf
Molekiile anwenden zu konnen, die durch Mengen von Formen beschrieben sind, model-
lieren wir die Daten als Basisterme wie folgt: Eine Konformation ist ein Tupel von
reellen Zahlen, die die Entfernung von einem bestimmten Punkt des Molekiils in verschie-
dene fest definierte Richtungen zu der Hiille des Molekiils messen. Ein Molekiil ist ein
Funktionstyp, der eine Menge von Konformationen modelliert, in dem er Instanzen des
Typs Konformat ion auf Wahrheitswerte abbildet. Auf einem hierfiir typischen Daten-
satz konnten durch Einsatz von Kernmethoden Klassifikationsergebnisse erzielt werden,
die dem Stand der Technik entsprechen. Ein groler Vorteil der Kernmethoden ist aller-
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dings auch, dass andere Lernprobleme, wie z.B. Regression, uniiberwachtes Lernen oder
Transduktion, ohne weiteren Aufwand bearbeitet werden konnen.

Strukturbestimmung von Diterpenmolekiilen FEin wichtiger Schritt in der Bestim-
mung des chemischen Strukturgraphen (der 2D Struktur) von Molekiilen ist die Klassi-
fikation von C'® NMR Spektren in chemische Strukturklassen. Ein Spektrum ist ein
Funktionstyp, der die Frequenz eines Ausschlags auf die Multiplizité&t des ent-
sprechenden Kohlenstoffatoms, d.h. die Anzahl der damit verbundenen Wasserstoffatome,
abbildet. Die Frequenz ist eine reelle Zahl und die Multiplizitat ist ein Element
der Menge {1,2,3,4,0} wobei 0 der Standardwert der Multiplizit&t ist. Auf ei-
nem hierfiir typischen Datensatz konnte durch Einsatz von Kernmethoden eine deutliche
Verbesserung der Klassifikationsergebnisse erzielt werden.

Wirkstoffanalyse anhand der 2D Struktur Zwar ist die 3D Struktur auch bei kleinen
Molekiilen relevant, doch kann sie oft nur mit hohem Aufwand genau bestimmt werden.
Zudem konnen Berechnungsverfahren nur die Position der Atome im Vakuum bestimmen,
nicht jedoch im menschlichen Korper. Daher wird in der pharmazeutischen Wirkstoft-
forschung héufig nur der chemische Strukturgraph betrachtet. Wir haben weg-basierte
und zyklus-basierte Kernfunktionen fiir Graphen in verschiedenen Experimenten auf ei-
nem Datensatz (NCI-HIV), der mehr als 42.000 Molekiile enthilt, mit friiheren Arbeiten
verglichen. Dabei hat sich in einem Wilcoxon-Test herausgestellt, dass Kernmethoden
mit den oben beschriebenen Kernfunktionen signifikant bessere Ergebnisse erzielen als
mit herkommlichen Kernfunktionen (auf einem 2, 5% Signifikanzniveau). GleichermaBen
sind weg-basierte Kernfunktionen signifikant besser als zyklus-basierte Kernfunktionen,
die aber auf diesem Datensatz, der nur wenige Molekiile mit vielen Zyklen enthilt, we-
sentlich schneller berechnet werden konnen.

S Zusammenfassung

Diese Arbeit erweiterte Kernmethoden auf allgemeinere, so genannte strukturierte, Daten.
Dazu wurden passende Kernfunktionen definiert und charakterisiert. Empirische Ergeb-
nisse in Anwendungen aus dem Bereich der pharmazeutischen Wirkstoffforschung zeigten
substanzielle Verbesserungen gegeniiber dem Einsatz konventioneller Lernverfahren.

Herkémmliche Kernmethoden konnen nun mit diesen Kernfunktionen dazu verwendet
werden, aus einer vorgegebenen Datenbank von Molekiilen solche auszuwéhlen, die viel
versprechend sind und als néchstes im Labor getestet werden sollen. Somit ist eine Ver-
ringerung der Entwicklungszeit und -kosten fiir neue Medikamente moglich.

In Zukunft wollen wir nun Kernmethoden entwickeln, die in der Lage sind, ohne vorgege-
bene Datenbank von Molekiilen sondern nur mit Hilfe einer kompakten Beschreibung der
synthetisierbaren Molekiile, viel versprechende Molekiile vorzuschlagen. Diese kdnnen
dann synthetisiert und im Labor getestet werden, in der Hoffnung auf neue wirksamere
Medikamente mit weniger Nebenwirkungen.
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