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Abstract: Der Prozess valide, neuartige, potenziell nutzbare und verstdndliche Muster in Daten zu
finden, wird als Knowledge Discovery in Database Prozess bezeichnet (KDD-Prozess). Die
diesem Prozess zu Grunde liegende Datenbasis unterliegt einem stindigen Wandel. Doug Laney
erkannte die Eigenschaften Volume, Variety und Velocity als neue Herausforderungen fiir IT-
Organisationen. Heute werden diese Herausforderungen unter dem Begriff Big Data
zusammengefasst. Die Auswirkungen von Big Data auf den KDD-Prozess sind bisher
unzureichend untersucht. Ziel dieser Arbeit war es, die Herausforderungen durch Big Data im
Prozess der Wissensgewinnung am Beispiel des CRISP-DM, eines der am meisten genutzten
KDD-Prozessmodelle, zu analysieren. Durch ein systematisches Literaturreview wurden
elementare Herausforderungen identifiziert und den Prozessschritten des Prozessmodells
zugeordnet. Der liberwiegende Teil der Ergebnisse konnten mittels Experteninterviews verifiziert
werden. Neben der Identifikation zentraler Herausforderungen wurde deutlich, dass CRISP-DM
bei der Analyse von Big Data Giiltigkeit hat, aber zentrale Herausforderungen, vor allen in den
Phasen der Datenvorverarbeitung, beachtet werden miissen.

Keywords: Big Data, Knowledge Discovery in Database, KDD, KDDM, CRSIP-DM, Data
Mining

1 Einleitung

Aktuelle Studien gehen davon aus, dass die vorhanden Datenmenge (die Summe aller
gespeicherten Daten) 2013 4,4 Zettabyte (1 Zettabyte sind 1021 Bytes) betrug. Es wird
geschitzt, dass sich diese Datenmenge alle zwei Jahre verdoppelt. 2020 wird mit einem
Datenvolumen von 44 Zettabyte gerechnet. IDC nennt diese Datenmenge in ihrer
gleichnamigen Studie das ,,Digitale Universum“ und geht davon aus, dass diese Daten
wie Dinge im physikalischen Universum auch, in ganz unterschiedlicher Form vorliegen
[ID14].

Dieses Datenvolumen (Volume), die Datenvielfiltigkeit (Variety) und die
Geschwindigkeit in welcher Daten (Velocity) erzeugt werden, erkannte Doug Laney als
neue Herausforderungen fiir IT-Organisationen [La01]. Heute bildet diese Beschreibung
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eine der geldufigsten Definitionen fiir Big Data [Kil4]. Die oben erwéhnte Studie des
IDC geht davon aus, dass 22 Prozent der Daten 2013 und 37 Prozent der Daten 2020
einen Nutzen bringen, wenn sie mit Schlagwortern versehen und analysiert werden
[ID14]. ,,Die intelligente Auswertung kann Organisationen wichtige Daten liefern. [...]
Es ist offensichtlich, dass solche Unternehmen einen Wettbewerbsvorteil erlangen, die
aus der Vielzahl der Daten geschiftsrelevante Informationen filtern konnen* [BI14].
Chen und Zhang beschreiben typische Anwendungen von Big Data in den Feldern
Commerce and Business (Wirtschaft), Scientific Research (Wissenschaft) und Society
Administration (Offentliche Verwaltung) [PZ14]. Dabei macht nicht die Analyse der
Daten an sich, sondern das Verstehen der Daten (d.h. u.a. das Anreichern der Daten mit
Kontextinformationen), die Sicherstellung der Datenqualitit und die Vorverarbeitung der
Daten (zur Vorbereitung fiir die eigentliche Analyse) einen Grofiteil des Aufwandes bei
der Datenanalyse aus. So nimmt Franks an, dass 95 bis 100 Prozent des Aufwands der
gesamten Datenanalysen alleine darin besteht, diese Arbeitsschritte zu erledigen [Fr12].

Fayyad u.a. analysieren lange vor der intensiven Diskussion des Begriffes Big Data, dass
Data Mining (also die eigentliche Anwendung von Algorithmen) nur ein Teil eines
Prozesses ist, den sie Knowledge Discovery in Database (KDD-Prozess) nennen
[FPS96]. Auch groBe Unternchmen haben dies erkannt und einen standardisierten
Prozess zur Datenanalyse entwickelt [[B10]. Dieser Cross-Industry Standard Process for
Data Mining (CRISP-DM) ist das heute am weitesten verbreitete Prozessmodell zur
Datenanalyse [Bel0].

Es ist anzunehmen, dass diese Prozessmodelle nicht die angesprochen Entwicklung der
Herausforderungen von Volume, Variety und Velocity beriicksichtigen. So entstanden
diese Prozesse der Wissensgewinnung bereits in den Jahren 1996 (KDD-Prozess) und
2000 (CRISP-DM), wihrend z.B. die meistverwendete Beschreibung der Eigenschaften
von Big Data von Doug Laney auf das Jahr 2001 zuriickgeht. Auf Grundlage dieser
Annahme hat dieser Beitrag das Ziel, die Herausforderungen durch Big Data in den
jeweiligen Phasen des Prozess der Wissensgewinnung am Beispiel des CRSIP-DM
systematisch zu identifizieren und zu benennen.

2 Cross-Industry Standard Process for Data Mining

Der Cross-Industry Standard Process for Data Mining (CRISP-DM) ist ein industrie-,
werkzeug- und anwendungsneutrales Prozessmodell. Es ist laut Berthold u.a. das am
Weitesten verbreitete und eingesetzte Modell [Be10]. Der CRISP-DM 1.0 Step-by-step
data mining guide beschreibt vier in ihrem Abstraktionslevel unterschiedliche Ebenen.
Die obersten zwei Ebenen werden als CRISP-DM reference model bezeichnet, die zwei
unteren Ebenen als CRISP-DM user guide. Jede Phase besteht aus generischen
Aufgaben, welche zusammen die Ebene darunter bilden. Die Phasen mit ihren jeweiligen
generischen Aufgaben bilden das CRIPS-DM reference model. Die Abstraktion dieser
Phasen und Aufgaben ist so gewihlt, dass diese fiir alle Data Mining Anwendungen
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Giiltigkeit haben (Vollstindigkeit des Modells) und zukiinftige Entwicklungen, z.B. neue
Modellierungstechniken, diese Phasen und Aufgaben nicht beeinflussen (Stabilitdt des
Modells) [IB10].

‘ Business ‘ Data
Understanding Understanding

Data Preparation

[ Evaluation H Modeling }

l

Deployment

Abb. 1: CRISP-DM Modell (Eigene Darstellung nach [IB10])

Die Phasen des CRISP-DM reference model sind Business Understanding, Data
Understanding, Data Preparation, Modeling, Evaluation und Deployment. Abbildung 1
gibt einen Uberblick iiber den Zusammenhang dieser Phasen. Ziel der Phase Business
Understanding ist es, ein Verstdndnis iiber das Projekt aufzubauen. Dazu zéhlen die
Anforderungen aus Sicht des Kunden, die gegebenen Faktoren, welche zu
beriicksichtigen sind die Anforderungen fiir Data Mining Aufgaben, welche sich aus den
Zielen des Kunden ableiten und ein erster Projektplan. Ein Verstdndnis der Daten zu
erlangen, ist das globale Ziel der Phase Data Understanding. Hierfiir werden die Daten
gesammelt, beschrieben, erste Einblicke gewonnen, interessante Daten identifiziert, ggf.
erste Hypothesen aufgestellt und die Qualitdt der Daten liberpriift. Am Ende der Phase
Data Preparation stehen die Datensétze, mit welchen in der Phase Modeling (sie sind
Eingabe fiir die Data Mining Algorithmen) gearbeitet wird. In der Phase Modeling
werden verschiedene Modellierungstechniken gewéhlt und angewandt. Die Ergebnisse
der Modeling Phase werden mit den Zielen des Kunden in der der Phase Evaluation
verglichen. Ausgehend von der Annahme, dass die Generierung und die Evaluation eines
Modells nicht das Projekt abschlieBen, sondern vielmehr die Ergebnisse zum Zwecke der
Wissensgewinnung aus Daten genutzt werden sollen, muss das Modell Anwendung
finden, auch als Auslieferung (Deployment) bezeichnet. Hierzu miissen Ergebnisse ggf.
in einer nutzbaren Form organisiert und dargestellt werden [IB10].
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3 Stand der Forschung

Datensédtze werden als Big Data bezeichnet, wenn es mit aktueller Technologie
schwierig ist, diese zu erheben, zu pflegen, zu analysieren und zu visualisieren [PZ14],
[Jall]. Aktuelle empirische Studien des TDWI Germany e.V. ,,Big Data in deutschen
Unternehmen — Relevanz und Reife” [GI12] oder der BITKOM ,Big Data im
Praxiseinsatz - Szenarien, Beispiele, Effekte [BI12] zeigen Herausforderungen bzw.
Hiirden bei der Einfiihrung bzw. Umsetzung von Big Data Projekten in der Praxis. Dabei
ist eine Mischung aus organisatorischen und technischen Faktoren festzustellen [G114].

Einige Beitrige untersuchen Big Data anhand oder mittels einzelner Prozessschritte, wie
sie im KDD-Prozess oder im CRISP-DM vorkommen. So analysiert Rajpurohit, dass ein
Hand-in-Hand zwischen Technologie und Business Understanding nédtig und dazu ein
Verstdndnis des KDD-Prozess Grundlage ist, um durch Big Data zu profitieren. Er fiihrt
dabei das Prozessmodell von Fayyad u.a. an und erklért die einzelnen Schritte ohne
dabei Modifikationen oder Herausforderungen bzgl. Big Data hervorzuheben. Allgemein
stellt er allerdings deutlich die Schwierigkeit heraus, dass die Deckung der Kosten fiir
die Einfiihrung einer Big Data Losung (Return of Investment) schwer zu kalkulieren sind
[Ral3].

Auch Begoli und Horey stellen heraus, dass durch Big Data die Datenanalyse mittels
KDD-Prozess die konsequente Losung ist. Sie heben hervor, dass ein effektiver Einsatz
dieser Methode allerdings technologische und organisatorische Erfahrung voraussetzt.
Aus ihren praktischen Erfahrungen beim Oak Ridge National Laboratory (ORNL) heraus
identifizieren sie drei wesentliche Design Prinzipien, deren Anwendung aus ihrer Sicht
wichtig sind, um 6konomische, umfassende, flexible und sichere Losungen fiir die Big
Data Anforderungen im 6ffentlichen Sektor zu generieren. Diese Prinzipien sind: (1) die
Unterstiitzung einer Vielzahl von Analysemethoden, (2) das Bereitstellen von Losungen
zur Speicherung und Verarbeitung von Daten in allen Prozessschritten und (3) die
Verfiigbarkeit und Verstdndlichkeit resultierender Daten [BH12].

Eine ausfiihrliche Analyse von Big Data prisentieren Chen und Zhang in ihrer Arbeit
,Data-intensive applications, challenges, techniques and technologies: A survey on Big
Data“. Ein Teil dieser Arbeit besteht darin, die Herausforderungen durch Big Data
anhand der Prozessschritte Datenerhebung und -speicherung, Dateniibermittlung,
Datenpflege, Datenanalyse und Datenvisualisierung zu beschreiben. Dabei sehen die
Autoren in den Schritten Datenerhebung und Datenspeicherung und die Gewahrleistung
des Zugangs zu Big Data als eine Aufgabe mit top Prioritit im Knowledge Discovery
Prozess. Die Daten sollten einfach und sofort zuginglich sein. Die Vorverarbeitung
(Datenbereinigung, Datentransformation, Datenkatalogisierung) der Daten vor der
Analyse ist notwendig, um Data Mining Methoden anzuwenden. Auch fiir die
eigentliche Datenanalyse miissen neue Methoden entwickelt werden. Nicht nur fiir die
Speicherung, Pflege und Analyse, sondern auch fiir die Visualisierung werden laut Chen
und Zhang neue Methoden bendtigt [PZ14].
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4 Methode

Basierend auf der Beobachtung, dass nach bestem Gewissen keine Analyse der
Herausforderungen durch Big Data im CRISP-DM existiert, dass aber durchaus
zahlreiche Herausforderungen durch Big Data benannt wurden, resultiert folgendes
Vorgehen.

Zur Identifikation der bereits benannten Herausforderungen wurde ein systematisches
Literaturreview, angelehnt an Kitchenham [KiO4], durchgefiihrt. Anhand der
Forschungsfrage wurde eine Reviewstrategie abgeleitet und dokumentiert. Diese basiert
auf den Phasen des CRISP-DM und wurde in sieben verschiedene Suchen (je Phasen
plus eine allgemeine Suche nach Herausforderungen) mit unterschiedlichen Suchstrings
aufgeteilt. Das Review wurde mittels der Suchmaschine ,,Web of Science der Firma
Thomson Reuters® durchgefiihrt. Dabei wurden die Suchergebnisse auf das
Erscheinungsjahr 2012-2014 und den zugeordneten Wissenschaftsbereich ,,Computer
Science” beschriankt. Die Suchergebnisse wurden nach Relevanz und Anzahl der
Zitationen sortiert und eine entsprechende Anzahl an Treffern je Suche zur ndheren
Analyse ausgewdhlt. Es konnte 28 Arbeiten zur ndheren Analyse herangezogen werden.
Mittels zusammenfassender Inhaltsanalyse nach Mayring [Mal0O] wurden
Herausforderungen identifiziert, abstrahiert, generalisiert und den Phasen des CRISP-
DM zugeordnet. Eine Zuordnung wurde vorgenommen, falls die Herausforderung eine
Aufgabe der jeweiligen Phase tangiert. Dariiber hinaus wurden {ibergreifende
Herausforderungen gebiindelt. Das daraus entstandene Kategoriensystem setzt sich
dementsprechend aus deduktiven und einer induktiv gewonnenen Kategorie zusammen.

Aufbauend auf den Erkenntnissen aus dem systematischen Literaturreview wurden zwei
leitfadengestiitzte Experteninterviews durchgefiihrt. Diese wurden transkribiert und
ebenfalls anhand der zusammenfassenden Inhaltsanalyse und mittels des im
systematischen Literaturreview entstandenen Kategoriensystems analysiert. Fiir die
Interviews konnte ein Experte aus dem Bereich Wissenschaft und ein Experte aus dem
Bereich Wirtschaft, also zwei der drei durch Chen und Zhang genannten
Anwendungsbereiche von Big Data [PZ14] gewonnen werden. Im Bereich Wirtschaft
konnte das Interview mit einem Projektleiter eines mittelstdndischen Unternehmens,
spezialisiert auf die Beratung und Durchfiihrung von Projekten im Bereich Business
Intelligence, Data Warehouse und Berichtswesen durchgefiihrt werden. Im Bereich
Wissenschaft wurde ein Sozialwissenschaftler mit dem Fokus auf die Analyse von
Twitterdaten interviewt. Beide Interviewpartner fithren oder fiihrten bereits Big Data
Projekte durch, die der genannten Definition von Big Data entsprechen.

3 Webseite der Suchmaschine Web of Science: webofknowledge.com
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S Ergebnisse

Insgesamt wurden 208 elementare Herausforderungen mittels systematischem
Literaturreview und Experteninterviews identifiziert und den Kategorien, also den Phase
des CRSIP-DM reference model, zugeordnet. Im Folgenden werden die zentralen
Herausforderungen in den einzelnen Phasen des CRISP-DM dargestellt. Eine jeweils
einleitende Tabelle fasst wesentliche Herausforderungen zusammen und gibt an ob diese
durch das systematische Literaturreview (im Folgenden Spalte L) oder durch die
Experteninterviews (Spalte I) identifiziert wurden und/oder dem Stand der Forschung
(Spalte F) entsprechen.

5.1  Business Understanding

Herausforderung L | F
Business Case, Business Ziele und abgeleitete
. Ja Ja Ja
Anforderungen definieren
Zusammenarbeit Management und Kunden Ja Ja Ja
Ja, Ja, nicht
Datenschutz und Ethik beachten nicht | Ja .
. Ethik
Ethik
Ja,
Projektplanung und Kostenschétzung/-planung Ja Kosten | Ja
nein

Tab. 1: Zentrale Herausforderungen der Phase Business Understanding

Eine zentrale Aufgabe der Phase Business Understanding ist die Festlegung der Business
Ziele (Aufgabe Determine Business Objectives). Eine erste Herausforderung dieser
Phase stellt die Definition von Geschiftsszenarios dar, in welchen durch Big Data
gewonnene niitzliche Informationen eine Rolle spielen und einen Vorteil bringen. Ziele
eines Big Data Projektes miissen klar definiert und insbesondere von allen Beteiligten
verstanden werden. Diese Ziele sollten u.a. auch die Moglichkeiten aktueller
Technologien beriicksichtigen. Dazu muss auch der Kunde aktuelle Technologien
verstanden haben. Big Data Projekte haben meist einen groen, ggf. experimentellen
Charakter und bediirfen der Unterstiitzung des Managements. Es hat sich in den
Interviews gezeigt, dass eng mit der IT-Abteilung des endgiiltigen Betreibers des
Informationssystems zusammengearbeitet werden muss.

Die Ergebnisse des Literaturreviews und der Interviews ergeben auch ein einheitliches
Bild in Fragen bzgl. des Datenschutzes. Der Schutz der Privatsphire ist eine
prozessiibergreifende Herausforderung, betrifft aber insbesondere die Phase Business
Understanding, in der entsprechende Regelungen und Fragestellungen mitgedacht
werden miissen (Aufgabe Assess Situation). In der Phase Business Understanding
miissen rechtliche Rahmenbedingungen erhoben und relevante Fragestellungen fiir die
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nichsten Phasen vorbereitet werden. Der Interviewpartner im Bereich Scientific
Research hob zusidtzlich die Einhaltung ethischer Grundsitze als Herausforderung
hervor.

Eine weitere Herausforderung ist die Planung des Projektes (Aufgabe Produce Project
Plan). Datenverstdndnis zu erlagen und die Daten fiir die Analyse vorzubereiten benétigt
einen Grofteil der Zeit im Projekt. Im CRISP-DM entspricht dieses Datenverstidndnis
der Phase Data Understanding, fiir welche im Projektplan entsprechend Zeit eingeplant
werden sollte. Diese Einschitzung konnte sowohl bei der Literaturrecherche wie auch in
den Interviews gewonnen werden. In den Interviews wurde hervorgehoben, dass auch
das Verstindnis der Technologie Zeit bendtigt, sowohl bei den Expertlnnen, als auch
beim Kunden. Die Schitzung und Planung des Aufwandes ist Voraussetzung fiir die
Schiatzung der Kosten. Diese stellen weite Herausforderungen dar, welche in der
Literatur, in den Studien und in den Interviews gleichermaf3en genannt werden.

5.2  Data Understanding, Data Preparation, Modeling

Herausforderung L |[I |F
Bestehende Speichertechnologien und Infrastrukturen Ja | Ja | Ja
sind zur Analyse nicht geeignet
Bestehende Analysesoftware zur Analyse nicht geeignet | Ja | Ja | Ja

Datenzugriff und Dateniibertragung Ja | Ja | Nein

Verstehen der Daten Ja | Ja | Nein

Integration und Vorverarbeitung der Daten Ja | Ja | Nein, nur
Dauer
Ladeprozess

Modellierungstechniken (Algorithmen) anpassen und Ja | Ja | Ja

nutzen

Tab. 2: Zentrale Herausforderungen der Phasen Data Understanding, Data Preparation und
Modeling

Die Phasen Data Understanding, Data Preparation und Modeling beinhalten laut Franks
einen Grofteil des Aufwandes [Frl12] in einem Big Data Projekt und sind von
tibergreifenden technischen Herausforderungen beeinflusst. Zum einen sind die
herkommlichen ggf. bestehenden Technologien wie relationale DBMS, NAS
Speichertechnologien oder herkdmmliche Analyseverfahren wie OLAP oft nicht
geeignet, um mit grofen, unstrukturierten Datenmengen in vertretbarer Geschwindigkeit
umgehen zu konnen. Zum anderen miissen neue, aktuelle Technologien durch
Expertlnnen verstanden aber auch beherrscht werden. Die Erkenntnisse, dass aktuelle
Technologien und das Verstindnis dieser bendtigt werden, konnte im systematischen
Literaturreview gewonnen und durch die Experteninterviews belegt werden.

Die wesentlichen Herausforderungen beim Sammeln der Daten (Aufgabe Collect Initial
Data) im Prozess der Wissensgewinnung sind der Datenzugriff und die
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Dateniibertragung. Der Datenzugriff muss verfiigbar, erlaubt und sicher sein und ebenso
den rechtlichen Anforderungen, wie dem Datenschutzrecht entsprechen.
Dateniibertragungsgegebenheiten miissen gepriift und dokumentiert werden. Durch eine
Vielzahl von Datenquellen in einem Big Data Projekt kann das Management der
Datenquellen und die Dateniibertragung eine komplexe Herausforderung darstellen. Des
Weiteren konnen Abhingigkeiten zu Schnittstellen (APIs) und darauf aufbauenden
Werkzeugen vorhanden und der Zugriff mittels dieser ggf. eingeschrinkt sein.
Erfahrungen und Fachwissen bei der Benutzung von APIs und Werkzeugen wurden
insbesondere im Interview im Bereich Scientific Research als Herausforderung
hervorgehoben.

Die weiteren Aufgaben der Phase Data Understanding behandeln das Verstehen der
Daten (Aufgaben Describe Data, Explore Data) und die Datenqualitit (Aufgabe Vertify
Data Quality). Dieses Verstehen (also das anreichern der Daten mit
Kontextinformationen) ist mittels herkdmmlicher Datenmodelle meist nicht mdglich.
Zum einen konnen Unsicherheiten in den Daten nicht abgebildet werden, zum anderen
ist es nur schwer moglich unstrukturierte Daten zu modellieren. Aber nicht nur das
Verstehen noch nicht modellierter Datenquellen, sondern auch das Verstehen
bestehender Datenstrukturen ist eine Herausforderung, da vorhandene Datenmodelle
meist unvollstindig sind. Um ein Verstindnis der Daten, unabhédngig von den Modellen
zu gewinnen, miissen Anfragen an diese gestellt werden. Aber auch hier stoen
herkdmmliche Anfragetechniken, wie einfaches SQL oder zur herkdmmlichen
explorativen Datenanalyse eingesetzte Techniken wie OLAP, durch grof3e,
unstrukturierte Datenmengen an ihre Grenzen. Diese Art von Daten und die zusétzliche
Tatsache, dass es sich meist um viele Datenquellen handelt, macht auch die
Sicherstellung der Datenqualitit zu einer Herausforderung. Fiir all diese Tétigkeiten
miissen uw.U. aktuelle Technologien, z.B. fir die Erkundung groBer verteilter,
unstrukturierter Datenmengen oder die Uberpriifung der Datenqualitit von groBen
Datenmengen wie Apache Hadoop oder NoSQL Datenbanken eingesetzt werden.

Wurden die Daten gesammelt und verstanden, miissen diese vorverarbeitet und integriert
werden (Phase Data Preparation). Diese Integration und Vorverarbeitung ist fiir die
Erstellung der Modelle ein wichtiger Schritt. Daten miissen mit Informationen
angereichert werden (z.B. Metadaten erzeugt oder mit Schlagworten versehen werden).
Hierbei ist auch die Beachtung des Datenschutzes wichtig, denn durch gezielte
Vorverarbeitungsschritte kann man diesem durchaus gerecht werden. Allerdings sind fiir
all diese Tétigkeiten bei groBen, unstrukturierten Datenmengen auch aktuelle
Technologien ndtig. Insbesondere bei der Benutzung verteilter Systeme ist eine
intelligente Aufteilung der Daten notwendig, dies hebt der Interviewpartner im Bereich
Commerce and Business mehrfach hervor. Die Vorverarbeitung und Integration der
Daten wurde in diesem Interview als zentraler Unterschied zu herkémmlichen
Datenanalyseprojekten identifiziert. Auch in der Literatur wurde die bedeutende Rolle
dieser Phase hervorgehoben, z.B. [Fr12]. Auffillig ist, dass diese Herausforderungen, bis
auf die erhohte Dauer des Ladeprozesses, nicht in den genannten Studien als solche
identifiziert wurden [GI12], [BI12].
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Bei der eigentlichen Analyse (Phase Modeling) ist es eine Herausforderung, die richtige
Modellierungstechnik zu wihlen. Da die Modellierungstechnik die Art der
Vorverarbeitung der Daten bestimmt, sind diese Phasen durchaus mehrfach im Wechsel
zu durchlaufen. Aus dem Stand der Forschung geht hervor, dass ein wichtiges Designziel
in Big Data Projekten die Unterstiitzung einer Vielzahl von Analysemethoden ist
[BH12]. NutzerInnen sollen die Mdglichkeit haben Tools und Methoden frei zu wéhlen.
Dies stellt im Prozess der Wissensgewinnung eine grofle, vor allem, technologische
Herausforderung dar. Aber auch die Methoden, also auch die Algorithmen an sich,
miissen ggf. weiterentwickelt und auf unstrukturierte, unsichere und verteilte Daten
angepasst werden. Dabei muss auch Nebenldufigkeit, Skalierbarkeit und ggf. die
Berechnung Vorort (bei den Datenquellen) unterstiitzt und aktuelle Technologien
beachtet werden.

5.3  Evaluation und Deployment

Herausforderung L I F
Evaluation von Modellen und Infrastruktur Ja Nein Nein
Bestehende Speichertechnologien und

Infrastrukturen sind zum Betrieb nicht geeignet Ja Ja Ja
Bestehende Analysesoftware und Algorithmen

L . 4 . Ja Ja Ja
sind im Betrieb nicht geeignet
Visualisierung von Big Data Ja Nein Nein

Tab. 3: Zentrale Herausforderungen der Phasen Evaluation und Deployment

In der Phase Evaluation sollen die Modelle auf ihre Korrektheit iiberpriift werden. Dies
ist durch die groen Datenmengen eine Herausforderung. Auch kénnen Langzeitmodelle
nur schwer unmittelbar verifiziert werden. Aber auch die eingesetzte Infrastruktur sollte
evaluiert werden. Methoden hierfiir sind kaum vorhanden. Auffillig ist, dass
Herausforderungen betreffend der Evaluation nur in geringer Anzahl und ausschlielich
mittels des Literaturreviews identifiziert werden konnten.

Ein anderes Bild ergab sich bei der Analyse der Herausforderungen in der Phase
Deployment. Hier wird die Auslieferung des Modelles geplant. Da es sich in der Praxis,
insbesondere durch das Interview im Bereich Commerce and Business unterstiitzt, meist
um die Auslieferung des Analysemodelles an die IT- Abteilung des Kunden, d.h. die
Uberfiihrung  der Prozessergebnisse (Analysemodelle, Parameter der Modelle,
Verfahrensweisen, Erfahrungen, usw.) in ein produktives Informationssystem handelt,
sind hier viele Herausforderungen identifiziert wurden, die zum einen bei der Planung
der Auslieferung auftreten, aber insbesondere bei der Auslieferung direkt. Die zentralen
Herausforderungen lassen sich grob in die Bereiche: bestehende Speichertechnologie
und Netzwerkinfrastruktur, bestehende Analysesoftware und Visualisierung
untergliedern.

Die bestehenden Speichertechnologien und die Netzwerkinfrastruktur muss bei der
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Planung der Auslieferung mitgedacht werden. Dabei sind Herausforderungen, dass die
Anforderungen an Geschwindigkeit, Skalierbarkeit und Performance einer Big Data
Analyse meist nicht von den bestehenden/herkdmmlichen Speichertechnologien und
Netzwerkinfrastrukturen unterstiitzt werden. Meist sind diese nicht fiir den verteilten
Betrieb ausgelegt (bspw. hinsichtlich Fehlertoleranz, Konsistenz, Hochverfiigbarkeit
oder Nebenldufigkeit) und ebenso anfillig gegeniiber inkonsistenten, unvollstindigen
oder ungenauen Daten. Beim Einsatz verteilter Systeme, z.B. ein Apache Hadoop
Cluster, ist meist auch die vorhandene Netzwerkbandbreite ungeniigend, wenn diese
durch Map-Reduce-Jobs zusétzlich beansprucht wird.

Ein &dhnliches Bild ergibt sich bei der Betrachtung herkoémmlicher/bestehender
Analysesoftware. Auch hier sind skalierbare Techniken, z.B. fiir Text Mining oder
Soziale Netzwerkanalyse, notig. Diese miissen ebenfalls parallel arbeiten und werden
meist durch eine Middelware verwaltet. Eine Erweiterung bestehender Analysesoftware
muss, unter Beachtung der Ergebnisse im Prozess, geplant werden.

Herausforderungen bei der Planung der Visualisierung konnten ausschlielich durch das
systematische Literaturreview gefunden werden. Aber auch Begoli und Horey
empfehlen, dass die resultierenden Daten verfiigbar und verstidndlich sein miissen
[BH12]. Herausforderungen bei der Visualisierung sind die Multidimensionalitit der
Daten und die Ungeeignetheit von herkdmmlichen Tools und Techniken. Eine Quelle
empfiehlt, dass Visualisierung vollig neu gedacht werden muss, anstatt sie an bestehende
Ansitze anzupassen [PZ14].

6 Fazit

Durch ein systematisches Literaturreview und Experteninterviews wurden zahlreiche
Herausforderungen durch Big Data identifiziert. Alle Herausforderungen konnten einer
Phase des CRSIP-DM zugeordnet oder als iibergreifende Herausforderung kategorisiert
werden. Ein groBer Teil der gefundenen Herausforderungen findet sich auch in
empirischen Untersuchungen des TDWI Germany e.V. ,Big Data in deutschen
Unternehmen - Relevanz und Reife [Gl12] oder der BITKOM ,Big Data im
Praxiseinsatz - Szenarien, Beispiele, Effekte* [BI12] wieder. Auffillig ist, dass
Herausforderungen in den Phasen Data Understanding und Data Preparation, also den
Phasen die laut Franks einen Grofiteil des Aufwandes ausmachen [Fr12] in den
genannten empirischen Untersuchungen nicht als Herausforderungen von Unternehmen
genannt werden. Dies gilt ebenfalls fiir Herausforderungen der Evaluation und
Visualisierung. Dagegen ist die Mischung aus organisatorischen und technischen
Herausforderungen sowohl Ergebnis dieser Untersuchung, als auch der genannten
Studien.

Durch die Beschreibung der Herausforderungen in den einzelnen Phasen des CRISP-DM
wurde deutlich, dass die Planung und der Einsatz aktueller Technologien entscheidend
und eine der wesentlichen Herausforderungen im Prozess sind. Dies findet sich ebenso
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in den Ergebnissen des systematischen Literaturreviews als auch in den
Experteninterviews mehrfach wieder. Dies ist nicht verwunderlich, da Datensitze eben
dann als Big Data bezeichnet werden, wenn es mit aktuellen Technologien schwierig ist,
diese zu erheben, zu pflegen, zu analysieren und zu visualisieren [PZ14], [Jal1]. Begoli
und Horey erkannten das Bereitstellen von Losungen zur Speicherung und Verarbeitung
von Daten in allen Prozessschritten als ein zentrales Designziel in Big Data Projekten
[BH12]. Ein Interviewpartner hob hervor, dass eine extra Phase zum
Technologieverstindnis im Projekt durchgefiihrt werden musste und diese das Projekt
verzogerte. Dies ldsst den Schluss zu, dass Technologieentscheidungen friihzeitig, d.h. in
der Phase Business Understanding, mitgedacht werden miissen, um die Grundlage
spiterer Phasen zu legen und diese nicht zu verzégern. Diese ist bisher so im
Prozessmodell CRISP-DM nicht im Detail vorgesehen, kann aber durchaus in Aufgaben
wie Assess Situation oder Produce Project Plan hineininterpretiert werden. Weiterhin
konnte gezeigt werden, dass viele Herausforderungen bei der Auslieferung an sich
auftreten. Hierfiir ist in CRISP-DM nur die Planung vorgesehen und es bleibt fraglich,
ob dies die Problematik ausreichend abdeckt. Es wurde deutlich, dass der Einsatz eines
Prozessmodells zur Wissensgewinnung aus Big Data moglich und sinnvoll ist.
Allerdings sollten die aufgezeigten Herausforderungen der einzelnen Phasen beachtet
und fiir das individuelle Projekt eingeplant werden. Dabei sollte, neben der Planung und
dem durchgehenden Einsatz von aktuellen Technologien, ein besonderer Fokus auf den
Phasen Data Understanding und Data Preparation liegen.
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