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Grundlagen des aktiven Automatenlernens: Eine
algorithmische Sichtweise'

Malte Isberner®

Abstract: Der immer schnellere, verstédrkt auf Agilitit fokussierte Prozess der industriellen Soft-
wareentwicklung stellt ein grofes Hindernis fiir die Anwendung formaler, modell-basierter Tech-
niken dar. Aktives Automatenlernen verspricht mit der Moglichkeit, jederzeit auf dem neuesten
Stand gehaltene Modelle automatisch generieren zu kénnen, einen Ausweg. Der praktische Ein-
satz dieser Technologie brachte jedoch lange Zeit grof3e Fragen mit sich, da existierende Algo-
rithmen insbesondere fiir den vielversprechenden Anwendungsfall der kontinuierlichen Vali-
dierung inhdrent ungeeignet waren. Durch eine komplett frische, erstmals formal grundierte
Auseinandersetzung mit diesem nahezu dreifig Jahre alten Forschungsthema 16st die vorlie-
gende Dissertation das zentrale Problem der effizienten Behandlung von langen Gegenbeispie-
len, und bahnt so den Weg fiir eine Vielzahl von neuen Anwendungs- und Forschungsperspek-
tiven.

1 Einleitung

Vor nahezu dreiflig Jahren verdffentlichte Dana Angluin ihr vielbeachtetes Werk Lear-
ning Regular Sets from Queries and Counterexamples [An87], in welchem sie ein po-
sitives Lernbarkeitsresultat fiir reguldre Sprachen lieferte: mittels einer endlichen An-
zahl sogenannter Membership und Equivalence Queries, die an einen Lehrer (Teacher)
gestellt werden, kann ein Lerner ein Modell einer reguldren (Ziel-)Sprache in Form
eines deterministischen endlichen Automaten (deterministic finite automaton, DFA)
erlernen. Eine Membership Query entspricht hierbei der Frage ,Ist das Wort w € >*
ein Element der Zielsprache?“, und eine Equivalence Query steht fiir eine Anfrage der
Form ,Ist meine Hypothese der Sprache, reprasentiert durch den DFA H, korrekt?“.
Falls eine solche Anfrage positiv beantwortet wird, so ist der Lernvorgang offensicht-
lich abgeschlossen. Anderenfalls erwartet der Lerner ein Gegenbeispiel, welches die
Fehlerhaftigkeit seiner Hypothese beweist und in der Folge zu einer Verfeinerung der
Hypothese fiihrt. Ein Lehrer, welcher fiir eine gegebene Zielsprache diese beiden An-
fragetypen beantworten kann, heil3t auch minimal addquat (minimally adequate te-
acher, MAT), und der gesamte Prozess wird aktives Automatenlernen (active automata
learning) genannt. Angluin zeigte weiterhin, dass eine — in der Gro3e des kanonischen
DFA fiir die Zielsprache — polynomielle Anzahl solcher Anfragen ausreicht, und stell-
te auch den ersten polynomiellen Algorithmus zur Lésung des Problems, genannt L*,
VOr.

! Englischer Titel der Dissertation: , Foundations of Active Automata Learning: An Algorithmic Perspecti-
ve* [Is15].
27U Dortmund, malte.isberner@cs.tu-dortmund.de



132 Malte Isberner

Obwohl dieses Resultat in der theoretischen Forschungsgemeinschaft auf viel Beach-
tung stieR, erschien es lange Zeit fiir die Praxis ungeeignet. So listet etwa eine Uber-
sicht von de la Higuera [dIHO05] aus dem Jahre 2005 als einzige potentielle Anwendung
das Erlernen von Karten in unbekanntem Terrain auf- ein méglicher Anwendungsfall,
dessen sich schon Rivest und Schapire [RS93]im Jahre 1993 bedient hatten, jedoch oh-
ne von einer tatsdchlichen Realisierung zu berichten. Als ein groles Hindernis fiir die
praktische Anwendbarkeit wurde die Annahme der Existenz eines Lehrers, welcher
definitivrichtige Antworten gibt, gesehen. In vielen potentiellen Anwendungskontex-
ten wurde daher passiven Lernverfahren, bei welchen der Lehrer durch eine Menge
von Beispielen (Samples) ersetzt wird, der Vorzug gegeben. Bei diesen Verfahren liegt
der Fokus nicht darauf, die richtigen Fragen zu stellen, sondern ein Modell zu finden,
welches moglichst gut im Einklang mit der Beispielmenge steht.

Gegen Ende des letzten Jahrtausends stieg das Interesse an aktivem Automatenlernen
jedoch wieder sprunghaft an, was den Arbeiten zweier Forschergruppen zu verdan-
ken ist: 1999 stellten Peled et al. ihre Idee des Black-Box-Checking [PVY99] vor, welche
die Anwendung von Model Checking [CGP99] auf Black-Box-Systeme erlaubte. Un-
abhéngig davon présentierten Steffen et al. kurze Zeit spéter ihren Ansatz der Test-
basierten Modellinferenz [Ha02]. Beiden Ansédtzen war gemein, dass sie eine Briicke
zwischen aktivem Automatenlernen und dem Feld der formalen Methoden schlugen.
Dies war nicht zuletzt dadurch motiviert, dass trotz immer leistungsfahigeren Tech-
niken die Anwendung formaler modellbasierter Methoden in der Praxis oft an einem
vergleichsweise simplen Problem scheiterte: Modelle existieren oft nicht, sind nur
partiell vorhanden (bspw. aufgrund der Verwendung externer Komponenten wie et-
wa Web-Services), oder reprdsentieren eine veraltete Spezifikation, welche nicht mehr
mit der Funktionalitidt der Implementierung iibereinstimmt. Hier verspricht aktives
Automatenlernen eine Abhilfe, da es zur Generierung von Modellen, welche das tat-
sdchliche Systemverhalten reflektieren, benutzt werden kann.

Das Interesse der Formale-Methoden-Forschungsgemeinschaft an aktivem Automa-
tenlernen fiihrte zu groBen Fortschritten in der praktischen Anwendbarkeit dieser
Technologie. Motiviert durch eine Fiille von Anwendungsféillen wurden zahlreiche
Optimierungen und Methoden zur Performanzverbesserung entwickelt. In einer viel-
beachteten Fallstudie von Cho et al. [Ch10] wurde aktives Automatenlernen zur In-
ferenz des Modells eines Botnet-Steuerungsprotokolls eingesetzt, um so Wissen tiber
die Funktionsweise zu erlangen und Gegenmalinahmen entwickeln zu kénnen.

Ein wenig tiberraschend erscheint in diesem Kontext die Tatsache, dass seit Anglu-
ins initialer Beschreibung ihres L*-Algorithmus nur wenige Verbesserungen auf der
rein algorithmischen Ebene erzielt wurden. Zu nennen sind hier die Arbeiten von Ri-
vest und Schapire [RS93], die eine neue effizientere Art der Gegenbeispielbehandlung
einfiihrten, von Kearns und Vazirani [KV94], welche die urspriingliche tabellenartige
durch eine baumbasierte Datenstruktur ersetzten, sowie von Howar [Ho12], der beide
Ansitze zu einem neuen Algorithmus kombinierte. Noch iiberraschender erscheint es
aber, dass viele Fallstudien — darunter auch die oben erwdhnte von Cho et al. [Ch10] -
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diese teilweise {iber zwanzig Jahre alten Entwicklungen ignorierten, trotz einer nach-
weislich héheren Effizienz.

Es darf vermutet werden, dass dies auf die Kompliziertheit der Lernalgorithem, deren
Verhalten oftmals auch als tiberraschend und kontraintuitivempfunden wird, zurtick-
zufiihren ist. So behauptete etwa Irfan [Ir12] noch 2012 in seiner Dissertation félsch-
licherweise, dass der Algorithmus von Rivest und Schapire [RS93] nicht funktioniere.
Kritisch muss ebenfalls angemerkt werden, dass nahezu samtliche zuvor existieren-
de Literatur zum aktiven Automatenlernen sich darauf beschriankt, das Funktionieren
bestimmter Algorithmen zu beweisen, Fragen nach dem Warum? jedoch oft aus dem
Weg geht.

1.1 Beitrag der Dissertation

Das Anliegen der Dissertation Foundations of Active Automata Learning: An Algorith-
mic Perspective [Is15] ist nicht weniger als die Behebung dieses Missstandes. Dies
wird angegangen durch einen radikalen Paradigmenwechsel, weg von konkreten, not-
wendigerweise durch bestimmte Designentscheidungen eingeschriankten Algorith-
men hin zu einer allgemein-mathematischen Beschreibung und Analyse des Pro-
blems. Aufbauend auf dieser ergeben sich ganz natiirlich eine Reihe sowohl funda-
mental wichtiger als auch wiinschenswerter Eigenschaften. Es wird ein theoretisches
Framework entworfen, dessen allgemeine Natur es erlaubt, simtliche existierenden
Algorithmen in Hinblick auf diese Eigenschaften zu untersuchen und zu klassifizie-
ren, und erlaubt so eine Beantwortung der Frage, warum manche Algorithmen ande-
ren iiberlegen sind, und warum gewisse Phdnomene nur bei bestimmten Algorithmen
zu beobachten sind.

Dies fiihrt auch zu der Erkenntnis, dass kein bisher beschriebener Algorithmus al-
le wiinschenswerten Eigenschaften in sich vereint. Hierbei handelt es sich nicht
um einen Zufall, da die beiden méglichen Gegenbeispielbehandlungsparadigmen —
préafix-basierte und suffix-basierte Behandlung - inh4rent mit einer Verletzung jeweils
einer dieser Eigenschaften einhergeht. Das Beibehalten bzw. Wiederherstellen der
wiinschenswerten Eigenschaften ist daher ein komplexer, involvierter Prozess. Rea-
lisiert wird er im sogenannten TTT-Algorithmus, welcher im Rahmen dieser Disserta-
tion neu und auf Basis des oben erwdhnten mathematischen Frameworks entwickelt
wurde. Anhand einer Reihe von Experimenten zeigt sich sehr deutlich, dass der Effekt
hiervon weit tiber theoretische Gesichtspunkte hinausgeht: TTT ist der einzige exis-
tierende Algorithmus, der mit Gegenbeispielsequenzen grofer Linge umgehen kann.
Die oftmals vorgeschlagene Kombination von Lernen mit Monitoring zur Modellvali-
dierung wird daher durch den TTT-Algorithmus iiberhaupt erst moglich (mehr dazu
in Abschnitt 2).

Im letzten Teil der Dissertation werden die Implikationen der gewonnenen Erkennt-
nisse auf das Lernen von Sprachklassen jenseits der reguldren Sprachen unter-
sucht. Als exemplarisches Beispiel wurden hier die sogenannten Visibly-Pushdown-
Sprachen gewihlt. Diese wurden von Alur und Madhusudan [AM04] als geeignetes
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Modell fiir Programme mit Rekursion vorgeschlagen, und eréffnen dadurch ein wei-
tes Feld an interessanten Anwendungsfillen in Bezug auf Systeme, deren Verhalten
mit endlichen Automaten nur inaddquat modelliert werden kann. Es zeigt sich, dass
sich samtliche im Rahmen der Dissertation entwickelten Konzepte und identifizierten
Phédnomene nahezu eins-zu-eins auf das Feld der Visibly-Pushdown-Sprachen bzw. -
Automaten iibertragen ldsst. Dies umfasst auch eine Version des TTT-Algorithmus fiir
diese Sprachklasse, welcher dhnlich herausragende Eigenschaften wie die Version fiir
reguldre Sprachen aufweist.

2 Der TTT-Algorithmus

Auch wenn die Arbeit — wie oben aufgefiihrt — viele fundamentale Erkenntnisse und
Einsichten tiber aktives Automatenlernen an sich enthilt, so ist das Herzstiick der Dis-
sertation zweifellos der TTT-Algorithmus. Er ist nicht nur aufgrund seiner hohen Ef-
fizienz von groller praktischer Relevanz, sondern weist auch herausragende theore-
tische Eigenschaften auf. Damit stellt er einen direkten Beweis fiir den Wert der im
ersten Teil der Arbeit durch eine rein mathematische Betrachtung gewonnen Erkennt-
nisse auf. Zudem liefert er eine Blaupause fiir die Entwicklung von effizienten Lernal-
gorithmen fiir weitere Sprachklassen, wie dies im dritten Teil der Arbeit anhand von
Visibly-Pushdown-Sprachen ausgefiihrt wird. Der Rest dieser Zusammenfassung wid-
met sich daher detailliert diesem Algorithmus und seinen Eigenschaften.

2.1 Motivation

Die urspriingliche Motivation fiir die Entwicklung des TTT-Algorithmus entsprang ei-
ner praktischen Herausforderung im Rahmen des EU-Projekts CONNECT [Is09]: hier
wurde aktives Lernen eingesetzt, um formale (Verhaltens-)Modelle fiir vernetzte Sys-
teme zu erhalten. Diese Modelle dienten als Eingabe fiir eine automatische Konnek-
torsynthese, mit dem Ziel der Herstellung von Interoperabilitét in einem heterogenen
Umfeld. Da Equivalence Queries in der Realitdt nur approximiert werden kénnen, lie-
fert aktives Lernen immer nur (stetig verbesserte) Hypothesen. Aufgrund dieser Tat-
sache, sowie um der Moglichkeit eines evolvierenden Systemverhaltens Rechnung zu
tragen, sollten diese Modelle kontinuierlich mithilfe von Monitoring-Techniken va-
lidiert werden [Bel2]. Die Aufgabe der Monitoring-Komponente war es also, Abwei-
chungen zwischen dem tatsdchlichen Systemverhalten sowie dem vom Modell vor-
ausgesagten Verhalten zu erkennen, und in Form von Gegenbeispielen dem Lerner
zuginglich zu machen. Abbildung 1 stellt dieses Szenario schematisch dar.

Es stellte sich jedoch heraus, dass sdamtliche zu diesem Zeitpunkt existierenden akti-
ven Automatenlernalgorithmen fiir einen solchen Einsatzzweck ungeeignet sind. Dies
héngt damit zusammen, dass die von der Monitoring-Komponente gelieferten Gegen-
beispielen iiblicherweise sehr lang waren: das gelernte Modell bildet in frithen Itera-
tionen nur das ,iibliche“ Systemverhalten ab. Gegenbeispiele welche ein Verhalten
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Abbildung 1: Visualisierung eines méglichen Szenarios welches Lernen und Monitoring kom-
biniert [[HS14b].

abseits des Ublichen aufzeigen haben daher ebenfalls oft einen sehr langen , Prifix
ublichen Verhaltens“, in welchem keine Abweichung erkennbar ist.

Zwar wichst bei den meisten aktiven Lernalgorithmen die Anzahl an benétigten
Membership Queries nur logarithmisch mit der Lange von Gegenbeispielen, die Lén-
ge dieser Queries jedoch linear. Dies ist aus zwei Griinden problematisch: zum einen
steht die zur Ausfithrung einer Membership Query benétigte Zeit in einem direkten
Zusammenhang mit der Lange dieser. Ist das Zielsystem beispielsweise ein entfern-
ter (Web-)Service, so liegt die Zeit fiir die Ausfithrung eines einzelnen Symbols leicht
im Bereich von mehr als 50 Millisekunden (verursacht durch Latenz), was Millionen
von Rechenzyklen entspricht. Zum anderen ist der durch lange Gegenbeispiele her-
vorgerufene Effekt persistent: selbst nach der vollstindigen Abarbeitung eines langen
Gegenbeispiels sind die in zukiinftigen Iterationen generierten Membership Queries
signifikant ldnger. Dies liegt darin begriindet, dass sdmtliche Lernalgorithmen Teil-
stiicke des Gegenbeispiels zu einer Verfeinerung ihrer Wissensbasis verwenden.

2.2 Idee

Der Tt1T-Algorithmus ersetzt diese ad-hoc-Verfeinerung auf Basis eines Gegenbei-
spiels durch eine involvierte Analyse, in welcher das Gegenbeispiel lediglich als
Richtschnur zu einer natiirlichen, liickenlos auf vorhandenem Wissen inkremen-
tell aufbauenden Verfeinerung verwendet wird. Der Name TTT leitet sich aus dem
wichtigsten Merkmal des Algorithmus ab: einem elaborierten Zusammenspiel drei-
er Baum-basierter Datenstrukturen. Dies ist exemplarisch in Abbildung 2 dargestellt:
die Spannbaum-Hypothese (spanning Tree, links) stellt die vom Lerner vermutete Zu-
standsstruktur dar, wobei die Spannbaumkanten erreichende Pfade definieren. Die
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Abbildung 2: Zusammenspiel der Datenstrukturen im TTT-Algorithmus (v.L.n.r.): Spannbaum-
Hypothese, Discrimination Tree, Suffix Trie

Trennung von Zustdnden ist im Discrimination Tree (mitte) verankert; dieser Baum
definiert damit eine Approximation der bekannten Nerode-Relation [Ne58]. Der Suf-
fix Trie (rechts) schliellich speichert die sog. trennenden Suffixe, welche die inneren
Knoten des Discrimination Tree beschriften.

Auch ohne die genaue Rolle dieser Phinomene im Detail zu erkennen erkennt man
aus dem oben beschriebenen Aufbau sowie der Skizze in Abbildung 2 das Eingangs er-
wihnte zentrale Unterscheidungsmerkmal gegeniiber anderen Algorithmen: der Auf-
bau des Wissens des Lerners, welches in den Datenstrukturen reprasentiert ist, ge-
schieht inkrementellund fundiert. Die Spannbaumstruktur in der Hypothese stellt si-
cher dassjeder Zustand in einem Schritt von einem existierenden Zustand aus erreicht
wird, und die Speicherung der Suffixe in einem Trie bedingt, dass sich die Trennung je-
des Zustandspaares in einem Schritt auf die Trennung eines anderen Zustandspaares
reduzieren lasst. Aus dieser Redundanzfreiheit folgen mehrere Alleinstellungsmerk-
male, sowohl von der theoretischen als auch der praktischen Perspektive her.

2.3 Speicherplatzoptimalitét

Eine besondere Eigenschaft des TTT-Algorithmus ist die Tatsache, dass er mit linea-
rem Speicherplatz auskommt: sdmtliche internen Datenstrukturen benétigen Spei-
cherplatz in ©(kn), wobei k die Alphabetgr6Be und n die Zustandsanzahl der Hypo-
these ist. Man erkennt leicht, dass dies dem asymptotischen Speicherplatz der Hy-
pothese alleine (in einer iiblichen Reprisentation, bspw. als Zustandsiibergangsta-
belle) entspricht. Es lédsst sich also festhalten, dass die vom TTT-Algorithmus fiir den
Lernprozess benotigte Menge an Information asymptotisch gleich grof§ wie die im
Lernergebnis enthaltene Menge an Information ist.
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Dass der TtT-Algorithmus eine lineare Speicherplatzkomplexitit hat, wird bereits
bei Betrachtung von Abbildung 2 deutlich: simtliche internen Datenstrukturen sind
baumbasiert, und haben so einen jeweils linearen Platzbedarf. Wie in der Arbeit de-
tailliert nachgewiesen wird, ist dieser Speicherplatzbedarf optimal, d.h. kein anderer
aktiver Lernalgorithmus kann mit asymptotisch weniger Speicher auskommen. Da
ein Lernalgorithmus in seinen Datenstrukturen Informationen ablegt, die er vorher
durch Membership Queries gewonnen hat, ist die Speicherplatzkomplexitidt Zeuge ei-
nes hocheffizienten Umgangs mit Informationen.

2.4 Praktische Evaluation

Um die praktische Bedeutung des TTT-Algorithmus besser analysieren zu kén-
nen, wurden zahlreiche Experimentserien auf realistischen und synthetischen Bei-
spielen durchgefiihrt. Hierfiir wurde der TTT-Algorithmus auf Basis der LearnLib-
Bibliothek [THS15] implementiert, die in der Hauptsache vom Autor entwickelt wurde
und der wissenschaftlichen Gemeinschaft unter einer Open-Source-Lizenz zur Verfii-
gung steht.’

Uber simitliche Experimentserien hinweg zeigt sich das konsistente Bild, dass TTT al-
len anderen Algorithmen mindestens ebenbiirtig ist. Dies ist insofern besonders, als
dass die Performanz eines Algorithmus oft stark vom Profil des Zielsystems variiert —
ein Algorithmus, der fiir einen Fall gut funktioniert, kann fiir ein anderes System sehr
viel schlechter abschneiden als andere Algorithmen. TTT hingegen liefert konsistent
eine Spitzenperformanz, und empfiehlt sich daher klar als der Algorithmus der Wahl
fiir simtliche Anwendungsfille.

Bezogen auf das spezielle Szenario langer Gegenbeispiele, welches ja die urspriing-
liche Motivation fiir die Entwicklung des TTT-Algorithmus darstellte (vgl. Ab-
schnitt 2.1), ergibt sich ein vollig eindeutiges Bild: TTT schneidet hier nicht nur bes-
ser als simtliche anderen Algorithmen ab, sondern wird von langen Gegenbeispielen
in seiner Performanz nahezu nicht beeinflusst. Dies ist sehr schén in Abbildung 3 zu
erkennen: der linke Plot zeigt die Anzahl Membership Queries verschiedener Algo-
rithmen beim Lernen eines ausgewdhlten Systems (pots2) in Abhingigkeit von der
Gegenbeispielldnge. Wahrend eine Erhohung dieser bei dem Algorithmus OP bereits
zu einer deutlichen Verschlechterung der Performanz fiihrt, hat dies beim Algorith-
mus KV keinen unmittelbar sichtbaren Einfluss. Dies dndert sich, wenn man statt der
Anzahl Membership Queries deren kumulierte Linge betrachtet (rechts): wihrend
der Plot fiir TTT hier nach wie vor eine ,Flatline“ zeigt, ist bei beiden Vergleichsal-
gorithmen ein sehr deutlicher Anstieg mit wachsender Gegenbeispiellinge zu erken-
nen. Vergleichbare oder sogar noch dramatischere Resultate zeigen sich fiir saimtliche
Kombinationen von Zielsystemen und Vergleichsalgorithmen.

Shttp://learnlib.de/
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Abbildung 3: Query- und Symbolkomplexitdt des TTT-Algorithmus auf dem Modell pots2 im
Vergleich mit anderen Algorithmen

2.5 Ubertragung auf Visibly-Pushdown-Systeme

Einer der hdufigsten Kritikpunkte an aktiven Lernverfahren betrifft die Tatsache, dass
diese in der Regel auf die Klasse der reguldren Sprachen beschrénkt sind, was wieder-
um das mdogliche erfassbare (bzw. erlernbare) Verhalten eines Systems einschrankt.
Gleichwohl sind deutlich méachtigere Sprachklassen wie etwa kontextfreie Sprachen
fiir diese Zwecke ungeeignet, da selbst mit Kenntnis der Grammatik bzw. eines Kel-
lerautomaten viele Probleme unentscheidbar sind. Als Ausweg haben Alur und Ma-
dhusudan [AMO04] Visibly-Pushdown-Automaten vorgeschlagen, also Kellerautoma-
ten, bei denen die Aktion auf dem Keller — push, pop, oder keine Verdnderung — durch
das Eingabesymbol bestimmt sind (nicht jedoch das Kellersymbol). Verwendet wer-
den diese tiblicherweise zur Modellierung von Systemen mit (rekursiven) Funktions-
aufrufen.

Im Rahmen der Dissertation wurde daher ebenfalls eine Variante des TTT-
Algorithmus fiir Visibly Pushdown-Sprachen entwickelt. Dem voraus geht eine detail-
lierte Analyse der sich in diesem Problemfeld ergebenden Phinomene und Konzepte.
Diese lassen sich zu grofien Teilen auf entsprechende Konzepte aus dem Bereich des
aktiven Lernens regulédrer Sprachen iibertragen, mit dem Resultat, dass sich die TTT-
Variante fiir Visibly Pushdown-Sprachen nahezu von selbst, bzw. durch reinen Ana-
logieschluss ergibt. In Experimentserien wird weiterhin gezeigt, dass dieser anderen
Algorithmen auf eine dhnliche Art und Weise {iberlegen ist wie in der Domé&ne der
regulédren Sprachen, beispielsweise im Hinblick auf sein Laufzeitverhalten fiir lange
Gegenbeispiele.
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3 Ausblick

Es ist die personliche Hoffnung des Autors, dass seine Dissertation eine gravierende
Anderung der Forschungsperspektive in Bezug auf aktives Automatenlernen anstoRt:
weg von einem ad-hoc-Vorgehen mit nachtréglicher Rechtfertigung, hin zu einer sorg-
faltigen, mathematischen Analyse der Konzepte und Phdnomene, welche es erlaubt
eine der zentralen Fragen in diesem Feld zu beantworten: ,Welche sind die richtigen
Fragen, die gestellt werden miissen?“

Auch ohne solcherart philosophische Betrachtungen steht der Wert dieses Vorgehens
auller Frage. Der TTT-Algorithmus positioniert sich klar als der beste existierende Al-
gorithmus fiir das allgemeine Problem des Automatenlernens. Ein Gewinn fiir die zu-
kiinftige Forschung ist aber nicht zuletzt auch von der Ubertragung auf Visibly Pu-
shdown-Systeme zu erhoffen. Abgesehen von den direkt hierdurch erdffneten An-
wendungsfillen liefert diese eine Blaupause, wie allein durch Identifikation der rich-
tigen Konzepte und Analogieschliisse sich ein hocheffizienter Algorithmus fiir eine
neue Sprachklasse geradezu von selbst ergeben kann. Es ist zu erwarten, dass eine
Ubertragung auf Lernverfahren fiir andere Sprachklassen — wie etwa Registerautoma-
ten [IHS14a] - zu signifikanten Effizienzsteigerungen und einem drastisch gesteiger-
ten Potential dieser Technologie fithren wird.
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